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摘　要：针对目标气象预报数据缺失导致风电预测精度不足的问题，提出一种基于空间相关性和 Ｓｔａｃｋｉｎｇ集成学
习的风电功率预测方法。首先，分析目标风电场与相邻气象站点之间的空间相关性，根据相关系数极值点确定延

迟时间，构建风速时移数据集；其次，利用Ｓｔａｃｋｉｎｇ集成方法融合多元算法，从多个数据观测角度预测目标风电场的
风电功率，实现不同算法的优势互补，提升整体泛化能力，并采用粒子群优化算法搜索模型超参数，较好地平衡搜

索时间与模型效果；最后，采用华东地区某风电场的实测数据验证了文中所提方法的有效性和准确性。结果表明，

通过考虑不同位置的信息偏差，从数据输入和预测模型两方面可有效提高数据缺失情况下的风电预测精度。

关键词：风电功率预测；空间相关性；Ｓｔａｃｋｉｎｇ集成学习；风速时移；多元算法融合；粒子群优化
中图分类号：ＴＭ６１４　　　　　文献标志码：Ａ 文章编号：２０９６３２０３（２０２４）０５０２２４０９

收稿日期：２０２４０４１４；修回日期：２０２４０６２５
基金项目：国家自然科学基金资助项目（Ｕ１９Ａ２０１０６）

０　引言

２０２２年，全球新增 ７７．６ＧＷ风电并入电网，风
电总装机容量达到 ９０６ＧＷ，与 ２０２１年相比增长
９％［１］。然而，风能的随机性和波动性可能导致供电
稳定性及储备容量管理等方面的问题［２］。因此，准

确的风电功率预测对于保障电网调度运行和高效

消纳至关重要［３］。

目前，人工智能法［４５］通过大量历史样本挖掘

输入特征与输出结果之间的非线性映射关系，具有

较高的预测精度，其主要有卷积神经网络（ｃｏｎｖｏｌｕ
ｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）［６７］、支持向量机（ｓｕｐｐｏｒｔ
ｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）［８９］、极限学习机［１０１１］等方法。

结合数据挖掘的方法可以提高人工智能法的预测

精度，分析数据的深层特性，如聚类方法［１２］、信号分

解［１３］、关联度分析［１４］等。文献［１２］综合考虑功率
轨迹和气象特征，采用多重聚类和分层聚类的方法

获得更加完善的样本子集；文献［１３］采用小波包分
解方法处理原始风速数据，剔除随机扰动，凸显数

据的细节特性；文献［１４］采用灰色关联分析选取与
目标电站关联度较高的周边电站，为后续模型提取

空间特征奠定基础。

然而，人工智能法往往需要借助数值天气预报

（ｎｕｍｅｒｉｃａｌｗｅａｔｈｅｒｐｒｅｄｉｃｔｉｏｎ，ＮＷＰ）数据进行预测，
但出于实际成本考虑，气象预报服务难以做到精确

全覆盖。当风电场缺乏 ＮＷＰ数据时，该方法难以

发挥实际作用。但是，由于大气运动的连续性，相

邻风电场或者气象站点的气象数据具有相似性，可

以为目标风电场提供数据参考。因此，考虑空间相

关性的建模方法能够获取完善的气象变化规律与

风速分布信息，在一定程度上解决了上述问题。文

献［１５］利用 Ｃｏｐｕｌａ函数建立了一种多风电场空间
相关性模型。文献［１６］提出了一种计及空间相关
的多风电场短期功率预测模型。文献［１７］考虑整
体对局部的影响，通过ＣＮＮ进行多尺度空间特征提
取，进行局部特征提取时都注入了全局特征。然

而，现有方法没有考虑利用相邻风电场之间数据的

延迟时间来优化风场数据。

此外，集成学习通过融合多种学习器或者算

法，采用集体智慧提高整体泛化能力，因此成为数

据竞赛中的常用方法。文献［１８］考虑不同时间尺
度下预测方法的性能差异，采用自适应动态加权的

方法代替固定权值，取得了更好的预测效果；文献

［１９］利用随机森林（ｒａｎｄｏｍｆｏｒｅｓｔ，ＲＦ）算法融合不
同网络层数的门控循环单元（ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔ，
ＧＲＵ），结果表明集成模型具有更强的适用性；文献
［２０］采用模型融合与集成修剪的方法，有效提升了
点预测与区间预测的预测精度；文献［２１］设计了一
种卷积循环神经网络模型，准确捕捉了风速的动态

分布，同时获得了多个点位处的风速结果，明显提

升了风速预测效果。

综上，文中对整体风电场的输出功率进行研

究，提出一种基于空间相关性和 Ｓｔａｃｋｉｎｇ集成学习
的风电功率预测方法。首先，计算目标风电场与相
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邻气象站点的延迟时间，构建风速时移数据集，弥

补目标风电场气象数据的缺失；其次，基于风速时移

数据集，选用粒子群优化的ＳＶＭ、ＲＦ、极端梯度上升
（ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）算法、ＣＮＮ、ＧＲＵ
作为基学习器，采用 Ｓｔａｃｋｉｎｇ集成方法实现多模型
融合，完成目标风电场的功率预测。

１　空间相关性分析

风速的空间相关性是指不同空间位置处的风

电场或气象站点的风速数据在空间上的相关程

度［２２］。由于大气运动的连续性，相邻位置的风速序

列具有一定的相似性和延时性。合理运用空间相

关性，尤其是上游风电场，可以追溯目标风电场未

来的气象信息，因此，可以直接沿用相邻位置的数

据。而对于随机波动较强的风速数据而言，需要考

虑不同地理位置导致的延时，对风速数据进行修

正，从而提升目标风电场的预测精度。

要准确计算不同位置之间的延迟时间应综合

考虑实际地形、地貌、风速以及风向变化，涉及复杂

的时空变化过程［２３］。已有研究利用Ｐｅａｒｓｏｎ相关系
数计算风速和风功率之间的相关性［２４２７］，文中也采

用Ｐｅａｒｓｏｎ相关系数计算相邻气象站点风速数据与
目标风电场功率数据之间的相关性，以确定最佳延

迟时间。计算步骤如下：

（１）将相邻风电场或气象站点的原始风速数据
相对于目标风电场功率数据进行移动，移动的时间

间隔为采样周期 １５ｍｉｎ的整数倍，时间间隔的正、
负分别表示气象站点数据和风站数据之间的超前、

滞后关系。

（２）分别计算移动不同时间间隔下风速数据与
目标风电场功率数据之间的 Ｐｅａｒｓｏｎ相关系数。
Ｐｅａｒｓｏｎ相关系数作为两组数据相似程度的判据，其
取值范围为［－１，１］，当相关系数大于零时，两变量
正相关，当相关系数小于零时则负相关，相关系数

的绝对值越大，变量间的相关程度越高。令相邻气

象站点风速序列为 ｘ，目标风电场功率序列为 ｙ，
Ｐｅａｒｓｏｎ相关系数的计算如式（１）所示。
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式中：ｒ为Ｐｅａｒｓｏｎ相关系数；ｘｉ为相邻气象站点第ｉ

个风速数据；ｙｉ为目标风电场第 ｉ个功率数据；ｘ、ｙ
分别为序列 ｘ、ｙ中数据的平均值；ｎ为序列的样本
总数。

（３）在不同时间间隔下计算得到的 Ｐｅａｒｓｏｎ相
关系数中选择极大值作为延迟时间，调整原始风速

序列，获取目标风电场精确的功率数据。

以华东地区某风电场及其相邻气象站点为例，

一段时间内的风电场功率数据与气象站点风速数

据如图１（ａ）、（ｂ）所示。分别计算不同时间间隔下
的相关系数，具体计算结果如图１（ｃ）所示。

图１　风电场与气象站点的数据及其相关系数
Ｆｉｇ．１　Ｗｉｎｄｆａｒｍａｎｄｍｅｔｅｏｒｏｌｏｇｉｃａｌｓｔａｔｉｏｎｄａｔａａｎｄ

ｔｈｅｉｒｃｏｒｒｅｌａｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔｓ

由图１可知，由于地理位置相邻，目标风电场的
功率数据与气象站点的风速数据之间存在较高的

相关性，这表明相邻气象站点具有为信息缺失风电

场提供数据参考的可行性。当时间间隔为 ３０ｍｉｎ
时，两者的相关系数达到最高，为 ０．７８２，且在－４～
４ｈ的变化范围内，仅存在唯一极值点，证实了采取
相关系数确定延迟时间的合理性，避免了复杂的时

空建模过程。

２　风电功率预测模型

２．１　Ｓｔａｃｋｉｎｇ集成策略
集成方法结合多元算法优势，能够适应多种预

测场景，可以解决单一算法对于短时间内急剧波动

的突发性天气预测精度不足的问题，获得更加稳定

的预测结果。集成学习主要包含三大类：Ｂａｇｇｉｎｇ、
Ｂｏｏｓｔｉｎｇ以及 Ｓｔａｃｋｉｎｇ。Ｓｔａｃｋｉｎｇ集成学习具有严谨
的集成规则和强大的学习能力，其初步预测的个体

学习器被称为基学习器，用于结合的学习器被称为
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元学习器。先用全部数据训练基学习器，每个基模

型都对训练样本进行预测，将其预测值作为训练样

本的特征值，然后得到新的训练样本，最后基于新

的训练样本数据训练元学习器，得到更准确的预测

结果。Ｓｔａｃｋｉｎｇ集成学习通过结合不同个体学习器
的预测结果，可以规避陷入局部极值的风险，在大

规模训练数据上具有优越表现。Ｓｔａｃｋｉｎｇ集成学习
框架如图２所示。

图２　Ｓｔａｃｋｉｎｇ集成学习框架
Ｆｉｇ．２　Ｓｔａｃｋｉｎｇｅｎｓｅｍｂｌｅｌｅａｒｎｉｎｇｆｒａｍｅｗｏｒｋ

在训练过程中，若直接使用基学习器的训练集

来生成次级训练集，将会增加过拟合的风险，大大

降低集成模型在测试集上的表现［２８］。为避免重复

学习，采用 Ｋ折交叉验证的方式生成次级训练
集［２９］。具体地，将原始数据集划分成Ｋ个大小相等
且不重合的子集，记为 Ｄ＝ {Ｄ１，Ｄ２，…，Ｄｊ，…，
ＤＫ} ，其中 Ｄｊ为第 ｊ次交叉验证的验证集，其余子
集Ｄ－ｊ＝Ｄ＼Ｄｊ为第ｊ次交叉验证的训练集。对于每
个基学习器而言，在训练集上训练模型，在验证集

上预测结果，经过 Ｋ轮训练和测试后，将预测结果
纵向堆叠产生次级训练集，且次级训练集的样本量

与原始数据的样本量相同。该方式在减小过拟合

风险的同时，可以确保元学习器有充足的训练样本。

２．２　基学习器
基学习器是集成模型中的个体学习器，通常为

弱学习器，一般采用相对简单或性能略低的模型。

但Ｓｔａｃｋｉｎｇ集成策略中的基学习器为强学习器，以
期在个体学习阶段获得较为准确的预测值。基学

习器是保证集成效果与稳健决策的关键，可采用常

见的机器学习算法如 ＳＶＭ、ＲＦ和 ＸＧＢｏｏｓｔ，此外，
ＣＮＮ、ＧＲＵ等神经网络也常被作为基学习器使用。
２．２．１　基于机器学习算法的基学习器

文中将Ｂａｇｇｉｎｇ流派集成学习算法中广泛使用
的ＲＦ算法以及 Ｂｏｏｓｔｉｎｇ流派集成学习算法中典型
的ＸＧＢｏｏｓｔ算法作为 Ｓｔａｃｋｉｎｇ集成学习的基模型。
利用Ｓｔａｃｋｉｎｇ集成策略可以并行训练多个基学习器
的特点，将Ｂａｇｇｉｎｇ和Ｂｏｏｓｔｉｎｇ两个派系融入到集成
学习算法中，综合发挥集成学习算法的优势。此

外，文中的基学习器还包含 ＳＶＭ。ＳＶＭ通过核函数
将低维数据映射到高维特征空间，在高维特征空间

内寻找线性可分的超平面，将非线性回归问题转化

为线性回归问题，其凭借完善的数学逻辑，在现实

任务中具有良好表现；ＲＦ作为 Ｂａｇｇｉｎｇ集成方法的
典型代表，构建多个相互独立的决策树，将多个决

策树的预测结果均值作为最终结果，此外，在构建

单个学习器的过程中，使用随机样本和随机特征，

增加集成模型的泛化能力；ＸＧＢｏｏｓｔ对梯度提升决
策树算法进行改进，在优化目标中除了考虑损失函

数外，还加入限制模型复杂度的正则项，对于原始

目标函数难以直接优化的问题，采用二阶泰勒展开

的方式精确近似目标函数，具有良好的防止过拟合

效果和预测精度。

２．２．２　基于神经网络的基学习器
文中的Ｓｔａｃｋｉｎｇ集成学习框架中还包含 ＣＮＮ、

ＧＲＵ两种神经网络。ＣＮＮ具有局部连接和权值共
享的特点，可以在大幅减少参数计算量的同时提取

输入特征，因此常被用于图像识别、故障诊断等领

域。ＣＮＮ一般由卷积层、池化层和全连接层构成，
其典型结构如图３所示。卷积层通过设置不同尺寸
的卷积核来获取相应的感受野，从中挖掘关联信

息。针对卷积层提取的局部非线性特征，池化层可

以缩减特征图的尺寸，起到数据降维的作用。

图３　ＣＮＮ结构
Ｆｉｇ．３　ＳｔｒｕｃｔｕｒｅｏｆＣＮＮ

由于风电场实测信息的时序特性，文中通过堆

叠多层一维卷积层来挖掘风电场内的耦合联系，一

维卷积的运算过程如图４所示，其中设置卷积核的
数量为１，尺寸为 ３，步长为 １。卷积核沿着时间维
度对特征矩阵进行扫描，最终得到 ４×１的特征向
量。考虑到风电功率的随机波动性，一般采用多个

卷积核进行扫描，挖掘原始数据中的深层特性。

图４　一维卷积运算过程
Ｆｉｇ．４　Ｏｎｅｄｉｍｅｎｓｉｏｎａｌｃｏｎｖｏｌｕｔｉｏｎｏｐｅｒａｔｉｏｎｐｒｏｃｅｓｓ

ＧＲＵ作为循环神经网络的典型代表，在长短期
记忆（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）网络的基础上
进行改进，将 ＬＳＴＭ网络中的输入门和遗忘门合并
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为ＧＲＵ中的更新门，实现信息输入与遗忘之间的平
衡。ＧＲＵ通过更新门和重置门来控制时序信息的
动态传递过程，因此，模型结构得到简化，且在相同

的预测任务下，可以在保证预测效果的同时有效降

低模型计算量与训练时间。

２．２．３　基于粒子群优化算法的超参数优化
集成学习中有众多超参数，因此精准高效的参

数优化方法至关重要。一般采用随机搜索方法确

定模型超参数，从参数范围中随机采样参数点，但

该方法可能会错过最优超参数结果，未能充分发挥

基学习器性能。因此，文中利用粒子群优化算法在

参数空间中寻找最优的参数集，改善预测性能［３０］。

具体过程如下。

在Ｄ维搜索空间内初始化一群随机粒子，设置
每个粒子的初始速度和初始位置，并计算每个粒子

的适应度。对于超参数优化，将模型的预测误差作

为粒子适应度。在迭代过程中，粒子通过追踪个体

极值和全局极值来更新自己的速度和位置，其中，

个体极值是粒子本身搜寻的最优解，全局极值是整

个种群目前搜索到的最优解，具体公式如下：

ｖｉ，ｔ＋１＝ωｖｉ，ｔ＋ｃ１ｒ１（ｐｉｓ，ｔ－ｘｉ，ｔ）＋ｃ２ｒ２（ｐｇｓ，ｔ－ｘｉ，ｔ）

（２）
ｘｉ，ｔ＋１＝ｘｉ，ｔ＋ｖｉ，ｔ＋１ （３）

式中：ｖｉ，ｔ＋１、ｘｉ，ｔ＋１分别为更新后 ｔ＋１时刻粒子 ｉ的
速度和位置；ｖｉ，ｔ、ｘｉ，ｔ分别为粒子ｉ当前ｔ时刻的速
度和位置；ω为惯性因子，表示粒子维持自己先前
速度的趋势，一般设置为非负；ｐｉｓ，ｔ为粒子 ｉ在 ｔ时
刻搜索到的最优位置；ｐｇｓ，ｔ为群体搜索到的最优位
置；ｃ１、ｃ２为学习因子；ｒ１、ｒ２为均匀随机数，取值为
［０，１］。

最后，判断是否满足终止条件或者迭代精度要

求，若不满足，则继续迭代；反之，则返回优化问题

的最优解，并基于最优参数训练预测模型，从而输

出最终结果。

２．３　元学习器
基学习器是对同一数据集进行观测分析，其预

测结果存在相似性，元学习器则用于组合基学习器

的策略或算法，通过对基学习器的输出进行组合，

生成最终集成模型的预测结果。为防止过度学习，

Ｓｔａｃｋｉｎｇ集成策略中的元学习器一般选用弱学习
器。元学习器的训练数据为各基学习器在训练集

上预测结果的连接，若某个基学习器错误地学习了

特征空间的某个区域，那么元学习器通过结合其基

学习器的学习行为，可以对错误进行适当纠正，以

提高最终预测结果的精度。

文中基学习器选择了 ５种不同的算法，５种算
法的预测结果之间异质化明显，使得总模型具备较

强的泛化能力。因此，元学习器不需要选择太复杂

的模型，以保持总模型的泛化能力。对于文中研究

的回归问题，元学习器主要起到对集成算法的加权

集成作用，采用复杂的线性回归器作为元学习器也

只能发挥加权集成作用，因此简单的线性回归器便

可以满足 Ｓｔａｃｋｉｎｇ模型中元学习器的要求，且有较
快的计算速度。

贝叶斯回归模型在一般的误差函数基础上添

加了正则化项，预测过程简单且速度快，可以有效

避免产生过拟合现象［３１］。此外，贝叶斯回归模型适

合处理多分类任务，其表现稳定，能够在缺失数据

的情况下进行预测，适用于文中研究的集成学习环

境，对基学习器的预测结果进行汇总并实现风速预

测。因此，文中采用贝叶斯回归模型作为元学习器。

２．４　基于空间相关性与 Ｓｔａｃｋｉｎｇ集成学习的风电
功率预测方法

针对目标风电场气象预报数据缺失的状况，采

取相邻气象站点的风速时移作为数据参考，构建融

合多元算法的集成模型以提升预测精度。预测模

型训练过程如图５所示。

图５　基于空间相关性与Ｓｔａｃｋｉｎｇ集成学习的预测模型训练过程
Ｆｉｇ．５　ＰｒｅｄｉｃｔｉｖｅｍｏｄｅｌｔｒａｉｎｉｎｇｐｒｏｃｅｓｓｂａｓｅｄｏｎｓｐａｔｉａｌｃｏｒｒｅｌａｔｉｏｎａｎｄＳｔａｃｋｉｎｇｅｎｓｅｍｂｌｅｌｅａｒｎｉｎｇ

具体训练流程如下：

（１）对数据集进行预处理，在此基础上，采用
Ｐｅａｒｓｏｎ相关系数分析目标风电场功率数据与相邻
气象站点风速数据之间的延迟时间，采用风速时移

数据集作为目标风电场的气象数据。

（２）对风速时移数据集进行５折交叉验证，避
免学习器重复学习而产生过拟合现象。

７２２ 王小明 等：基于空间相关性与Ｓｔａｃｋｉｎｇ集成学习的风电功率预测方法



（３）在交叉验证风速时移数据集的基础上，利
用ＲＦ、ＸＧＢｏｏｓｔ、ＳＶＭ、ＣＮＮ及ＧＲＵ共５种基学习器
进行训练，并通过粒子群优化算法优化基学习器的

超参数，提升预测精度。

（４）将基学习器的预测结果组合成一个新的矩
阵，其中每一列代表一个基学习器的预测结果，称

之为次级训练集。

（５）在次级训练集上，采用贝叶斯回归模型作
为元学习器，训练学习如何最好地组合这些基学习

器的预测结果。元学习器的输出是最终的集成模

型结合基学习器的预测结果，输出最终风电出力，

完成基于空间相关性与Ｓｔａｃｋｉｎｇ集成学习的预测模
型训练过程。

（６）在测试集上进行对比分析，并通过评估指
标验证文中所提方法的准确性与有效性。

３　算例分析

文中实验数据采用华东地区某风电场 ２０１９年
６月１日至２０２０年１月３１日的实测风电功率以及
气象站点的气象预报数据，该风电场的装机容量为

１８ＭＷ。单一气象预报结果难以准确反映气象运动
规律，因此选取目标风电场周围２个气象站点的气
象预报数据作为风电场的数据参考，分别记为气象

站点１、气象站点２。两气象站点与风电场的距离分
别为２４．８、１９．４ｋｍ；气象预报数据包括风速、风向、
温度、湿度、气压；所有数据的采样周期均为１５ｍｉｎ。
为避免预测结果的偶然性，以及确保集成模型具有

足够的训练样本，将２０１９年６月１日至８月３１日
的数据作为训练集１，２０１９年９月１日至３０日的数
据作为测试集１；将２０１９年１０月１日至１２月３１日
的数据作为训练集２，２０２０年１月１日至３１日的数
据作为测试集２。

针对不同方法的预测结果，选取均方根误差

（ｒｏｏｔｍｅａｎｓｑｕａｒｅｄｅｒｒｏｒ，ＲＭＳＥ）ＥＲＭＳＥ和平均绝对误
差（ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ，ＭＡＥ）ＥＭＡＥ作为评估指标以
验证文中方法的准确性，具体公式如下：

ＥＲＭＳＥ＝
１
ｎ∑

ｎ

ｔ＝１
（ｙｔ－ｙ^ｔ）槡

２ （４）

ＥＭＡＥ＝
１
ｎ∑

ｎ

ｔ＝１
ｙｔ－ｙ^ｔ （５）

式中：ｙｔ为ｔ时刻的风电功率实际值；ｙ^ｔ为ｔ时刻的
风电功率预测值。

３．１　数据预处理
由于传感器故障、设备检修等诸多原因，采集

的数据中往往会存在异常和缺失的状况，为降低不

良数据的干扰，需要对数据进行清洗。对于大规模

缺失的数据予以删除，对于少量缺失或者异常的数

据采用线性插值法进行填补。

由于不同特征间的量纲差异，需要对实验数据

进行归一化处理，从而提升模型训练效率与预测精

度。其中，对于气象特征采用ｍｉｎｍａｘ归一化，将原
始数据ｚ变换到［０，１］之间，即：

ｚ′＝
ｚ－ｚｍｉｎ
ｚｍａｘ－ｚｍｉｎ

（６）

式中：ｚ′为归一化结果；ｚｍａｘ、ｚｍｉｎ分别为原始数据中
的最大值和最小值。

特别地，风向变化范围在０°～３６０°之间，０°附近
的风向数据（如１°和３５９°）差异较小，但ｍｉｎｍａｘ归
一化会割裂这种内在联系。因此，归一化方法既要

区分风向数据的差异性，又要关注实际变化过程中

的关联性，故采用如式（７）所示的正余弦化方法进
行处理，将其作为２个气象因素。

ｚθ＝ｓｉｎθ
ｚ′θ＝ｃｏｓθ{ （７）

式中：ｚθ、ｚ′θ为风向数据的归一化结果；θ为风向
数据。

将归一化后的气象特征输入到预测模型中，得

到的功率预测结果仍为归一化数据。因此，对预测

输出进行反归一化操作，使其具有明确的物理含

义，并与真实数据进行对比分析，具体公式如下：

ｚ＝ｚ′（ｚｍａｘ－ｚｍｉｎ）＋ｚｍｉｎ （８）
３．２　延迟时间的计算

通过时间序列平移的方式，依次计算不同时间

间隔下气象站点历史风速数据与风电场历史功率

数据之间的相关系数，根据相关系数极值点确定延

迟时间。由于地理位置的分布以及风向的改变，延

迟时间有正负之分，当延迟时间为正时，表示原始

气象站点的风速数据超前于风电场的功率数据，需

要将风速数据相较于功率数据后移；当延迟时间为

负时，表示原始气象站点的风速数据滞后于风电场

的功率数据，需要将风速数据相较于功率数据前

移。对数据集１、数据集 ２利用第 １章中的方法进
行空间相关性分析，计算各个气象站点与目标风场

之间的延迟时间，计算结果如表１所示。
　　由表１可知，对于数据集１而言，气象站点１的
风速数据超前于目标风电场的功率数据７５ｍｉｎ，气
象站点２的风速数据滞后于目标风电场的功率数据
６０ｍｉｎ；对于数据集２而言，由于风向发生变化，气
象站点１的风速数据滞后于目标风电场的功率数据
３０ｍｉｎ，气象站点 ２的风速数据超前于目标风电场

８２２



　　　 表１　相邻气象站点与风电场的延迟时间
Ｔａｂｌｅ１　Ｄｅｌａｙｔｉｍｅｂｅｔｗｅｅｎａｄｊａｃｅｎｔｍｅｔｅｏｒｏｌｏｇｉｃａｌ

ｓｔａｔｉｏｎｓａｎｄｗｉｎｄｆａｒｍｓ

数据集 气象站点 延迟时间／ｍｉｎ 相关系数极值

数据集１
气象站点１ ７５ ０．７４９

气象站点２ －６０ ０．７２１

数据集２
气象站点１ －３０ ０．７７１

气象站点２ ３０ ０．７８２

的功率数据３０ｍｉｎ。由于数据集１内气象站点１的
风速数据与风电场的功率数据之间的相关系数极

值较大，选择气象站点 １的气象数据作为参考；同
理，数据集 ２内选择气象站点 ２的气象数据作为
参考。

３．３　Ｓｔａｃｋｉｎｇ集成学习的预测效果
为展示Ｓｔａｃｋｉｎｇ集成学习的优越性能，选取基

学习器ＳＶＭ、ＲＦ、ＸＧｂｏｏｓｔ、ＣＮＮ和ＧＲＵ在测试集上
的预测误差与Ｓｔａｃｋｉｎｇ集成方法的预测误差进行对
比，结果如表２所示。

表２　不同预测模型的预测误差对比
Ｔａｂｌｅ２　Ｃｏｍｐａｒｉｓｏｎｏｆｐｒｅｄｉｃｔｉｏｎｅｒｒｏｒｓｏｆｄｉｆｆｅｒｅｎｔ

ｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌｓ ＭＷ

预测模型
测试集１ 测试集２

ＥＲＭＳＥ ＥＭＡＥ ＥＲＭＳＥ ＥＭＡＥ

ＳＶＭ ０．９５２ ０．６９３ １．１０４ ０．７１８

ＲＦ ０．９４１ ０．６８２ ０．９４４ ０．６５７

ＸＧＢｏｏｓｔ ０．９３６ ０．６７９ ０．９４６ ０．６５２

ＣＮＮ ０．８８２ ０．６５４ ０．９１５ ０．６４６

ＧＲＵ ０．９２３ ０．６６７ ０．９２７ ０．６５２

Ｓｔａｃｋｉｎｇ ０．８７２ ０．６４１ ０．９２１ ０．６５０

　　由表２可知，对于基学习器而言，数学逻辑严谨
的ＳＶＭ模型通过选取合适的核函数和相关参数，可
以较好地拟合风电功率；基于Ｂａｇｇｉｎｇ和Ｂｏｏｓｔｉｎｇ原
理的集成算法通过构建多个学习器提升整体泛化

能力，在测试集上取得了良好的预测效果，特别是

ＸＧＢｏｏｓｔ模型凭借精确的目标函数优化和防止过拟
合的优势获得了较好的预测效果；ＣＮＮ擅长处理高
维数据中的耦合联系，通过卷积核获取局部关联特

征，可以较好地拟合实际数据；ＧＲＵ通过历史数据
挖掘气象变化规律，从而推演风电功率波动；

Ｓｔａｃｋｉｎｇ集成学习融合多元算法的优势推演风电功
率。在测试集１上，较基学习器而言，Ｓｔａｃｋｉｎｇ集成
方法的 ＲＭＳＥ分别下降 ８．４０％、７．３３％、６．８４％、
１．１３％、５．５３％，ＭＡＥ分别下降 ７．５０％、６．０１％、
５．６０％、１．９９％、３．９０％，在单一算法的基础上进一步
提升了预测精度。然而，在测试集 ２上，相较于
ＣＮＮ的预测结果，Ｓｔａｃｋｉｎｇ集成方法的 ＲＭＳＥ和

ＭＡＥ均有所上升。这是由于基学习器的选取是保
证集成效果与稳健决策的关键，测试集２上集成模
型存在过拟合的状况。因此，重新选取 ＳＶＭ、
ＸＧＢｏｏｓｔ、ＣＮＮ作为基学习器进行集成，其 ＲＭＳＥ和
ＭＡＥ分别为０．９０８ＭＷ和０．６４２ＭＷ。综上所述，选
取合适策略的集成方法较单一算法而言，具有更好

的准确性与适用性。

３．４　风电功率预测方法对比
考虑空间距离带来的信息偏差，可以构造更加

准确的气象数据集。此外，集成学习可以融合不同

算法的优势来弥补单一学习器的局限性，面对随机

波动的风电出力，其预测结果更精确，适应性更强。

为验证文中所提方法的有效性，采取以下３种方法
进行风电功率预测，并与实际功率对比。

方法１：忽略风电场与相邻气象站点间的信息
偏差，直接采用气象站点的气象预报数据作为模型

输入，利用 Ｓｔａｃｋｉｎｇ集成方法输出最终风电出力。
通过与方法３对比，验证基于时间间隔的数据修正
方法对风电功率预测精度的提升效果。

方法２：考虑风电场与相邻气象站点间的信息
偏差，采用风速时移数据集作为模型输入，利用平

均法集成基学习器的预测结果作为最终风电出力。

通过与方法３对比，验证 Ｓｔａｃｋｉｎｇ集成方法对风电
功率预测精度的提升效果。

方法３：考虑风电场与相邻气象站点间的信息
偏差，采用风速时移数据集作为模型输入，利用

Ｓｔａｃｋｉｎｇ集成方法确定最终风电出力，模型超参数
采用粒子群优化算法搜索确定。方法３为文中提出
的基于空间相关性与Ｓｔａｃｋｉｎｇ集成学习的风电功率
预测方法，通过与方法１、方法２进行对比以验证文
中所提方法的有效性。

为对比３种方法的性能，选取测试集中的某个
典型日的风电预测结果进行展示，以１５ｍｉｎ为采样
间隔、８个采样点为时间窗口，滚动预测生成的 ９６
个采样点，预测结果如图６所示。图６展示了测试
集上３种预测方法的预测结果，不同预测方法在测
试集上的预测误差如表３所示。相较于其他方法，
方法３凭借更加准确的气象信息和严谨的集成方
法，得到更加贴合实际曲线的预测曲线，验证了风

速时移的重要性和Ｓｔａｃｋｉｎｇ集成学习的强大学习能
力。在不同的预测场景下，该方法都能更好地追踪

功率起伏。

　　由表３分析可知，方法１直接采用相邻气象站
点的气象数据，未考虑地理位置分布造成的信息偏

差，集成模型推演的功率结果存在相应的误差；方法

９２２ 王小明 等：基于空间相关性与Ｓｔａｃｋｉｎｇ集成学习的风电功率预测方法



图６　风电功率预测结果对比
Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎｏｆｗｉｎｄｐｏｗｅｒｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓ

表３　不同预测方法的预测误差对比
Ｔａｂｌｅ３　Ｃｏｍｐａｒｉｓｏｎｏｆｐｒｅｄｉｃｔｉｏｎｅｒｒｏｒｓｏｆ

ｄｉｆｆｅｒｅｎｔｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄｓ ＭＷ

预测方法
测试集１ 测试集２

ＥＲＭＳＥ ＥＭＡＥ ＥＲＭＳＥ ＥＭＡＥ

方法１ ０．９２１ ０．６６３ ０．９６２ ０．６７０

方法２ ０．８８５ ０．６４５ ０．９３６ ０．６５１

方法３ ０．８７２ ０．６４１ ０．９２１ ０．６５０

２采用平均法集成基学习器的预测结果，未能凸显
不同学习器的性能差异，提升效果有限；方法 ３在
Ｓｔａｃｋｉｎｇ集成学习的基础上，构建风速时移数据集，
更加准确地挖掘目标风电场的气象特征，同时采用

粒子群优化算法搜索超参数，提升了整体预测精

度。以测试集 １为例，相较于方法 １、２，方法 ３的
ＲＭＳＥ分别下降 ５．３２％、１．４７％，ＭＡＥ分别下降
３．３２％、０．６２％。实际算例表明，方法 ３在测试集上
都取得了最佳的预测结果，证明了文中所提方法的

优越性。文中方法在融合多元算法优势的同时，能

够更好地应对气象信息缺失的状况。

４　结论

在对风电场功率预测的过程中，考虑大气运动

的连续性和集成模型的优越表现，提出了一种基于

空间相关性与Ｓｔａｃｋｉｎｇ集成学习的风电功率预测模
型，通过算例对比，得到如下结论：

（１）利用相关系数的极值来确定相邻气象站点
与目标风电场的延迟时间，构建风速时移数据集，

挖掘气象运动规律，完善目标风电场的气象数据。

（２）采用Ｓｔａｃｋｉｎｇ集成方法融合多样化的基学
习器，实现多元算法的优势互补，提高集成模型的

泛化能力，同时，采用交叉验证的方式产生次级训

练集，可以减小过拟合的风险。

（３）针对集成学习中的众多超参数，采用粒子
群优化算法进行寻优，在保证模型预测性能的同

时，降低了搜索时间，提升了预测精度。

需要说明的是，文中的研究对象是整体风电场

的输出功率，并不是风电场内部不同风电机组的功

率，没有更细致地考虑风电场内部风电机组之间的

影响，且风速的空间相关性也具有时变性能。因

此，后续将综合考虑风速、风向等多种气象因素，通

过动态划分不同风电场子集，采取分类建模提升预

测效果，并在此基础上，引入不确定性分析，实现对

风电功率的区间预测。
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