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基于改进半监督阶梯网络的有载分接开关故障诊断方法
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摘　要：有载分接开关（ｏｎｌｏａｄｔａｐｃｈａｎｇｅｒ，ＯＬＴＣ）是变压器实现有载调压的关键部件，具有复杂的机电结构。基
于振动信号的ＯＬＴＣ机械故障诊断目前存在样本标记难度高而难以有效训练的难题。文中提出一种基于贝叶斯
优化和卷积算子改进的阶梯网络（Ｂａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎｃｏｎｖｏｌｕｔｉｏｎａｌｌａｄｄｅｒｎｅｔｗｏｒｋｓ，ＢＯＣｏｎｖＬＮ），可在少标签情况
下提高ＯＬＴＣ机械故障诊断的精度。首先，引入阶梯网络对振动信号进行半监督学习，充分利用大量无标签样本的
潜在信息对特征提取过程进行指导，提升少标签情况下阶梯网络的诊断性能。然后，用卷积算子替代阶梯网络中

的全连接形式的线性变换，增强阶梯网络对非平稳振动信号的特征提取能力。在此基础上，借助贝叶斯优化对阶

梯网络高维超参数进行寻优，在有限时间成本下显著提升了模型的诊断精度。实验结果显示，在仅有４０个标签的
情况下，对传动卡涩、芯子润滑不足、顶盖松动３类故障的诊断精度达９１．６７％，证明了ＢＯＣｏｎｖＬＮ在故障诊断中的
有效性。
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０　引言

有载分接开关（ｏｎｌｏａｄｔａｐｃｈａｎｇｅｒ，ＯＬＴＣ）是变
压器中唯一可以动作的部件，具有复杂的机械结构

和电气特性［１２］。据统计，因ＯＬＴＣ故障引起的变压
器事故占变压器总事故的１８．５％，其中紧固件松脱、
异常机械磨损、异常转矩与传动卡涩等机械故障占

比７０％～９０％，异常过电压、绝缘油劣化等电气故障
占比１０％～３０％［３］，且许多电气故障也都由机械故
障发展而来。因此，对其机械性能进行有效评估对

提高 ＯＬＴＣ乃至变压器的运行可靠性具有重要
意义。

振动信号是ＯＬＴＣ状态估计的主要监测量［４５］。

ＯＬＴＣ振动信号可通过在线监测、离线检测和故障
模拟实验获取，在线监测获取的样本数量多，但很

难进行有效标注；离线检测和故障模拟实验能有效

标注样本，但可获取的样本数量少，因此 ＯＬＴＣ故障
诊断往往面临样本标签数量少的问题［６］。而传统

机器学习方法在标签数量较少的情况下也具有良

好的分类性能，常被应用于 ＯＬＴＣ的故障诊断［７］。

由于ＯＬＴＣ振动信号是具有强非线性的非平稳信
号，常规的时域或频域分析方法难以有效提取混叠

的信息。文献［８１０］利用希尔伯特黄变换（Ｈｉｂｅｒｔ
Ｈｕａｎｇｔｒａｎｓｆｏｒｍ，ＨＨＴ）或经验模态分解（ｅｍｐｉｒｉｃａｌ
ｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ）对ＯＬＴＣ振动信号进行处

理，提取了包络谱熵、低频包络、功率矩阵相似度等

特征，实现了对弹簧松动、触头磨损、绝缘板松动等

故障的诊断。文献［１１１２］基于相空间重构法，提取
了相空间轨迹矩阵奇异值和相点空间分布系数２类
特征，实现了对储能弹簧力下降、软连接松动等故

障的诊断。基于传统机器学习的 ＯＬＴＣ故障诊断方
法虽然在一定程度上缓解了对标签数量的需求，但

仍要基于专家经验对每类故障的特征进行人工设

计，且特征优劣将直接决定诊断效果。

深度学习方法具有强大的非线性映射能力，能

根据样本数据的内在规律，自动提取与分类任务最

相关的特征。文献［１３］提取振动信号的增强递归
图作为卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，
ＣＮＮ）的输入，实现了对４种典型故障的诊断。文献
［１４］将振动信号转换为时间加速度图像，通过
ＣＮＮ提取图像特征，再将所提特征与人工特征融
合，用于故障诊断。上述文献初步探索了采用深度

神经网络自动提取 ＯＬＴＣ振动信号特征，但由于标
签数量较少，通过监督学习方法训练深度神经网络

的诊断精度受到了限制。

为有效利用大量无标签样本的潜在信息，提升

基于深度学习的 ＯＬＴＣ故障诊断模型的诊断精度，
文中提出了一种基于贝叶斯优化和卷积算子改进

的阶梯网络（Ｂａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎｃｏｎｖｏｌｕｔｉｏｎａｌｌａｄ
ｄｅｒｎｅｔｗｏｒｋｓ，ＢＯＣｏｎｖＬＮ）模型。引入阶梯网络对
ＯＬＴＣ振动信号进行半监督学习，充分利用大量无
标签样本的潜在信息对特征提取过程进行指导，可
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提升少标签情况下阶梯网络的诊断性能；对阶梯网

络进行卷积化改造，可增强阶梯网络对强非线性、

非平稳振动信号的特征提取能力；借助贝叶斯优化

对阶梯网络高维超参数进行寻优，在有限时间成本

下显著提升了模型的诊断精度。

１　卷积半监督阶梯网络

１．１　半监督学习原理
半监督学习［１５１６］是一类结合监督学习和无监

督学习的机器学习范式，能同时利用有标签和无标

签样本进行训练。半监督学习的原理可用如图１所
示的二分类问题进行阐述，其中黄色和绿色小球代

表类别不同的有标签样本，灰色小球代表无标签样

本。监督学习方法只能利用２个有标签样本训练二
分类器，大量无标签样本的潜在信息未被有效利

用，此时训练得到的二分类器分类边界如虚线所

示，分类器的预测精度非常低。因此在监督学习的

基础上，半监督学习引入无监督学习来挖掘２类样
本的分布情况，进一步优化二分类器的分类边界，

如实线所示，大大提高了分类器的预测精度。

图１　半监督学习原理
Ｆｉｇ．１　Ｐｒｉｎｃｉｐｌｅｏｆｓｅｍｉｓｕｐｅｒｖｉｓｅｄｌｅａｒｎｉｎｇ

１．２　半监督阶梯网络结构
阶梯网络是一种用于半监督学习的深度学习

架构。３层阶梯网络的结构如图 ２所示，包含 ２个
编码器和１个解码器，其中一个编码器与解码器之
间存在横向连接，整个网络结构形似“梯子”［１７］。

其中，ｖ为ＯＬＴＣ振动信号；ｚｌ、ｚ
～
ｌ、ｚ^ｌ分别为第 ｌ层的

无噪编码器输出、含噪编码器输出和解码器输出；

ｈｌ、ｈ
～
ｌ分别为ｚｌ、ｚ

～
ｌ经过仿射变换和非线性激活后的

结果；Ｃｄ，ｌ为第 ｌ层的均方误差（ｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，

ＭＳＥ）；ｙ～、ｙ分别为含噪编码器和无噪编码器的
输出。

阶梯网络的监督学习过程由图２左侧的含噪编
码器实现，每层含噪编码器包含线性变换、批归一

图２　３层阶梯网络的结构
Ｆｉｇ．２　Ｓｔｒｕｃｔｕｒｅｏｆｔｈｒｅｅｌａｙｅｒｌａｄｄｅｒｎｅｔｗｏｒｋｓ

化、注入噪声、仿射变换、非线性激活５种操作。设
有标签样本为 ｖｎ，ｅｎ １≤ｎ≤Ｎ{ }，其中 Ｎ为有标签
样本数量；ｖｎ为样本数据；ｅｎ为对应的标签。在 ｖ
中注入高斯噪声，并将其作为含噪编码器的输入

ｈ
～
１。线性变换操作将下层编码器的输出 ｈ

～
ｌ－１通过权

重矩阵 Ｗｌ线性映射到本层编码器激活前的输出

ｚ～ｐｒｅｌ。批归一化和仿射变换操作使得 ｚ
～ｐｒｅ
ｌ 的均值为

０，标准差为１，从而避免神经网络“梯度消失”的问
题［１８］。注入噪声操作在 ｚ～ｐｒｅｌ 中注入高斯噪声得到

含噪特征ｚ～ｌ，注入噪声的目的是借助噪声对训练过
程进行正则化。非线性激活操作通常采用 ＲｅＬＵ激
活函数，但对于编码器的最高层则采用 Ｓｏｆｔｍａｘ激

活函数，激活后得到本层编码器的输出 ｈ
～
ｌ。将最高

层编码器的输出ｈ
～
Ｌ用于预测样本的标签 ｙ

～
，监督学

习过程的损失函数Ｃｃ即为预测标签 ｙ
～
和真实标签

ｅｎ之间的交叉熵
［１９］：

Ｃｃ＝－
１
Ｎ∑

Ｎ

ｎ＝１
ｌｎＰ（ｙ～＝ｅｎ ｖｎ） （１）

式中：Ｐ（·）为概率函数。
阶梯网络的无监督学习过程由图２中间的解码

器和右侧的无噪编码器实现。无噪编码器与含噪

编码器结构类似，两者共享一个权重矩阵 Ｗｌ，唯一
不同的是无噪编码器没有注入噪声操作。每层解

码器包含线性变换、归一化、去噪３种操作。设全体
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样本为 ｖｎ １≤ｎ≤Ｍ{ }，其中 Ｍ为全体样本数量。
对于无噪编码器，直接将 ｖ作为其输入 ｈ１；对于解

码器，将ｈ
～
Ｌ进行归一化和去噪后作为其输入 ｚ^Ｌ。线

性变换和归一化操作将上层解码器的输出 ｚ^ｌ＋１通过
权重矩阵 Ｖｌ线性映射到 ｕｌ。去噪操作通过横向连

接，并结合ｕｌ和ｚ
～
ｌ的信息构造出本层解码器的输出

ｚ^ｌ，试图通过 ｚ^ｌ来估计无噪编码器的输出 ｚｌ。无监

督学习过程的损失函数Ｃｄ为解码器输出 ｚ^ｌ与无噪
编码器输出ｚｌ之间的ＭＳＥ：

Ｃｄ＝∑
Ｌ

ｌ＝１
λｌＣｄ，ｌ＝

∑
Ｌ

ｌ＝１

λｌ
Ｍｍｌ
∑
ＮＴ

ｊ＝１
‖ｚｌ（ｊ）－ｚ^ｌ（ｊ）‖

２ （２）

式中：Ｌ为神经网络的层数；λｌ为第ｌ层神经网络在
无监督损失中的权重；ｍｌ为第ｌ层神经网络的神经

元个数；ｚｌ（ｊ）、ｚ^ｌ（ｊ）分别为ｚｌ、ｚ^ｌ的第ｊ个分量；ＮＴ为
神经元总数。

则半监督阶梯网络的损失函数Ｃ为：
Ｃ＝Ｃｃ＋Ｃｄ （３）

１．３　半监督阶梯网络的卷积化改造
阶梯网络中线性变换采用全连接形式，权重矩

阵Ｗｌ和 Ｖｌ的参数数量取决于相邻２层神经网络的
神经元个数。设编码器第ｌ－１层、ｌ层的神经元个数
分别为ｍｌ－１、ｍｌ，则编码器第ｌ层权重矩阵Ｗｌ的参数
数量为ｍｌ－１ｍｌ，且ｍ０为样本的数据长度。由此可
见，阶梯网络权重矩阵的参数数量正比于样本数据

长度的平方。文中将ＯＬＴＣ切换开关动作时所对应
的振动信号作为阶梯网络的输入，振动信号 ｖ的采
样时长为 ０．３ｓ，采样率为 １００ｋＨｚ，数据长度为
３００００。由此估计，全连接阶梯网络的参数数量十
分庞大，将大大增加训练模型所需的计算开销和阶

梯网络的过拟合风险［２０］。同时，全连接阶梯网络中

大量参数都被用于提取振动信号的全局特征，但

ＯＬＴＣ振动信号具有非平稳、非周期的特点，振动信
号的幅值频率随时间快速变化，不同时间段内振动

信号的关联性较弱，因此全连接阶梯网络对 ＯＬＴＣ
振动信号的特征提取效率很低。为减少阶梯网络

在样本数据长度较长时的参数数量，提升阶梯网络

对非平稳、非周期振动信号的特征提取效率，文中

借鉴卷积神经网络中参数共享的思想，用卷积算子

替代阶梯网络中的全连接形式的线性变换。

对于编码器，线性变换过程被替换为如式（４）、
式（５）所示的形式［２１］。

ｚｐｒｅｌ ＝Ｃｏｎｖｌ（ｈｌ） （４）

ｚ～ｐｒｅｌ ＝Ｃｏｎｖｌ（ｈ
～
ｌ－１） （５）

式中：Ｃｏｎｖｌ（·）为第ｌ层的卷积运算。
对于解码器，线性变换过程被替换为如式（６）

所示的形式。

ｕｌ＝ＮＢ（ｈ
～
ｌ）　ｌ＝Ｌ

ｕｌ＝ＮＢ（Ｃｏｎｖｌ＋１（ｚ
～
ｌ＋１））　ｌ＜Ｌ{ （６）

式中：ＮＢ（·）为归一化操作。

２　阶梯网络超参数的贝叶斯优化方法

２．１　贝叶斯优化理论
贝叶斯优化是一种基于高斯过程的序贯优化

方法，可在有限的评估开销下得到目标函数的近似

最优解［２２２３］。贝叶斯优化问题可描述为在参数空

间中寻找一组参数ｘ使得目标函数ｆ（ｘ）尽可能大。
贝叶斯优化通过高斯过程建立 ｆ（ｘ）的概率代理模
型，并根据采集函数确定新的评估点 ｘ，计算 ｘ对
应的目标函数值ｆ ，再将评估后得到的（ｘ，ｆ）用
来更新概率代理模型，如此循环。

对于由参数 Ｘ和对应目标函数 ｙ组成的样本
（Ｘ，ｙ）训练得到的高斯过程，可以用贝叶斯公式推
导评估点（ｘ，ｆ）的后验分布

［２４］：

ｆ Ｘ，ｙ，ｘ ～Ｎ（ｕ，σ
２
） （７）

式中：ｕ、σ
２
分别为ｆ所服从的高斯过程的均值和

方差。

在贝叶斯优化中，下一个评估点由采集函数确

定。期望提升（ｅｘｐｅｃｔｅｄｉｍｐｒｏｖｅｍｅｎｔ，ＥＩ）是贝叶斯
优化中最常用的采集函数之一［２５２６］。设前ｋ次评估
中目标函数的最大值为 ｆｍａｘｋ ，下一次评估得到的目
标函数值为ｆ ，那么下一次评估对目标函数带来的
提升为ｍａｘ（ｆ－ｆ

ｍａｘ
ｋ ，０）。ＥＩ采集函数ａｔ（ｘ）可表

示为：

ａｔ（ｘ）＝Ｅ（ｍａｘ（ｆ－ｆ
ｍａｘ
ｋ ，０）） （８）

式中：Ｅ（·）为期望函数。
选择采集函数最大值所对应的参数作为下一

次评估的参数，记为ｘｔ＋１。
ｘｔ＋１＝ａｒｇｍａｘａｔ（ｘ） （９）

２．２　阶梯网络超参数的贝叶斯优化流程
相较于常见的神经网络结构，阶梯网络除了包

含神经网络的层数 Ｌ、每层神经网络的神经元个数
ｍ１、…、ｍＬ等基本的超参数外，还包含编码器中注入
高斯噪声的幅值Ａｎｏｉｓｅ、每层解码器重构损失的权重
λ１、…、λＬ这 ２类特殊超参数。而这 ２类超参数对
阶梯网络的性能影响较大，因此有必要对其单独优

化。随着网络层数 Ｌ的增加，ｘ＝［Ａｎｏｉｓｅ λ１… λＬ］
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的维数和目标函数ｆ（ｘ）（ｆ（ｘ）为超参数为ｘ的阶梯
网络在验证集上的测试精度）的评估时间也会增

加，这对优化算法提出了很高的要求。在超参数向

量维度不超过２０的情况下，贝叶斯优化算法能在较
少的评估次数下获得相对较好的优化效果。文中

采用贝叶斯优化算法对ｘ＝［Ａｎｏｉｓｅλ１… λＬ］进行优
化的流程如图 ３所示，其中 ＧＰ（·）为高斯过程；
ｍ（ｘ）为高斯过程的期望；ｋ（ｘ，ｘＴ）为高斯过程的协
方差。首先，基于高斯过程建立目标函数的概率代

理模型，并在优化空间中采样 ｋ个初始评估点进行
评估，为使初始样本更均匀地分布在超参数空间

中，文中采用Ｓｏｂｏｌ序列［２７］采样初始评估点。其次，

根据评估结果Ｄ更新概率代理模型的后验分布，并
基于采集函数确定下一个评估点 ｘｔ＋１。然后，将最
新的评估结果（ｘｔ＋１，ｆ（ｘｔ＋１））加入到 Ｄ中，并跳转到
更新后验分布步骤进行循环。最后，输出使目标函

数最大的评估点作为优化结果。

图３　阶梯网络超参数的贝叶斯优化流程
Ｆｉｇ．３　Ｆｌｏｗｃｈａｒｔｏｆｈｙｐｅｒｐａｒａｍｅｔｅｒｏｐｔｉｍｉｚａｔｉｏｎｆｏｒ
ｌａｄｄｅｒｎｅｔｗｏｒｋｂａｓｅｄｏｎＢａｙｅｓｉａｎｏｐｔｍｉｚａｔｉｏｎ

３　实验与分析

为与当前先进的半监督学习方法进行对比，文

中首先在智能维护系统（ｉｎｔｅｌｌｉｇｅｎｔｍａｉｎｔｅｎａｎｃｅｓｙｓ
ｔｅｍｓ，ＩＭＳ）数据集［２８］上进行相关实验研究，然后为

测试ＢＯＣｏｎｖＬＮ在ＯＬＴＣ故障诊断上的性能，对国
内某换流站采集的ＯＬＴＣ数据进行实验。
３．１　ＩＭＳ数据集

ＩＭＳ数据集是工业设备故障诊断领域中应用最

广泛的数据集，文中使用 ＩＭＳ数据集测试阶梯网络
和贝叶斯优化方法在振动信号故障诊断中的效果。

采集ＩＭＳ数据集的实验平台如图４所示，在该实验
平台的电机转轴上安装４个双列轴承，并向每个轴
承施加６０００ｌｂ的径向载荷。实验共进行 ３次，每
次实验电机转动超过１００００００００圈。初始阶段轴
承状态良好，随着转动圈数超过设计极限，部分轴

承逐渐发生故障，此时电机还会继续转动，直至达

到实验设定的转动圈数。实验中通过加速度传感

器采集轴承径向的振动信号，采样频率为 ２０ｋＨｚ，
并将每 １０ｍｉｎ采集到的振动信号保存到一个文
件中。

图４　ＩＭＳ数据集实验平台
Ｆｉｇ．４　ＥｘｐｅｒｉｍｅｎｔｓｅｔｕｐｏｆＩＭＳｄａｔａｓｅｔ

文中选取每类故障发生时对应的２１０个文件进
行实验。正常样本选自第 １次实验中轴承 ３的第
１—２１０号文件；内圈故障样本选自第１次实验中轴
承３的第１８３２—２０４１号文件；外圈故障样本选自
第２次实验中轴承１的第３５２—５６１号文件；滚珠故
障样本选自第１次实验中轴承４的第１４４６—１６５５
号文件。将每个文件中的振动信号均等切分为 ２０
个振动信号片段，４类振动信号可切分出１６８００个
样本，每个样本包含 １０２４个采样点。其中 １６０００
个样本用于训练，８００个样本用于测试。

文中对ＩＭＳ数据集共进行９组实验，每组实验
中抽取部分（分别为 ４０个、１００个、２００个、４００个、
８００个、１０００个、２０００个、４０００个、８０００个）训练
样本进行标记，用于监督学习；所有的有标签和无

标签样本都会用于无监督学习。由于 ＩＭＳ数据集
中每个样本仅包含 １０２４个采样点，且振动信号比
较平稳，文中采用未经卷积算子改进的贝叶斯优化

阶梯网络 （Ｂａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎｌａｄｄｅｒｎｅｔｗｏｒｋｓ，
ＢＯＬＮ）和阶梯网络进行实验。每组实验均对
ＢＯＬＮ和阶梯网络进行 １０轮训练和测试，取 １０轮
测试精度的平均值作为测试结果。２类模型的参数
如下：阶梯网络的编码器、解码器采用对称的７层全
连接结构，每层神经元个数为 １０２４、１５００、５００、

００２



２５０、２５０、１５０、４，λ１—λ７分别为１０００、１０、０．１、０．１、
０．１、０．１、０．１，Ａｎｏｉｓｅ为０．６（λ１—λ７和Ａｎｏｉｓｅ通过手动
调参得到）；训练时采用 Ａｄａｍ优化算法，学习率为
０．０２（从第１５代开始衰减），训练次数为１５００。ＢＯ
ＬＮ的网络结构与阶梯网络相同，λ１— λ７优化范围
为０．１λ～１０λ（λ为超参数 λＬ的基准值），Ａｎｏｉｓｅ优
化范围为０．１～１．０；训练方法与阶梯网络相同，贝叶
斯优化时采用２０次Ｓｏｂｏｌ采样和１０次ＥＩ优化。将
ＢＯＬＮ和阶梯网络的测试结果与文献［２９］中的变
分自编码器（ｖａｒｉａｔｉｏｎａｌａｕｔｏｅｎｃｏｄｅｒ，ＶＡＥ）Ｍ１、ＶＡＥ
Ｍ２、主成分分析（ｐｒｉｎｃｉｐａｌｃｏｍｐｏｎｅｎｔａｎａｌｙｓｉｓ，ＰＣＡ）＋
支持向量机（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，ＳＶＭ）、自编码
器、ＣＮＮ进行比较，结果如图 ５所示。由于标签数
成倍增加，为避免少标签情况下实验数据过于靠

近，图５横坐标采用对数坐标。

图５　ＩＭＳ数据集实验结果
Ｆｉｇ．５　ＥｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓｏｆＩＭＳｄａｔａｓｅｔ

由图５可知，半监督学习模型（ＢＯＬＮ、阶梯网
络、ＶＡＥＭ１、ＶＡＥＭ２、自编码器）相较监督学习模
型（ＰＣＡ＋ＳＶＭ、ＣＮＮ）具有更高的精度，其中阶梯网
络的平均诊断精度比 ＣＮＮ高 １４．２９％，说明结合无
标签样本对监督学习进行正则化将有效提高模型

的诊断精度。阶梯网络在 ＩＭＳ数据集上的诊断效
果要优于其他半监督学习模型（ＶＡＥＭ１、ＶＡＥＭ２、
自编码器），通过贝叶斯优化算法对阶梯网络的超

参数进行优化能在有标签样本较少的情况下显著

提升网络性能，而ＢＯＬＮ的平均诊断精度比阶梯网
络高３．２％。

为检验贝叶斯优化的效果，文中在 ＩＭＳ数据集
上进行了基于随机搜索［３０］的超参数优化实验。随

机搜索在优化空间中对超参数进行有限次随机采

样，并选取使得目标函数最大的超参数作为优化结

果。图６为贝叶斯优化（２０次Ｓｏｂｏｌ采样和１０次ＥＩ
优化）与随机搜索（３０次随机采样）在验证集上测
试精度的对比。由图６可知，在相同迭代次数下，相

较随机搜索，贝叶斯优化通常能得到在验证集上表

现更好的超参数。

图６　贝叶斯优化与随机搜索对比
Ｆｉｇ．６　ＣｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎＢａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎ

ａｎｄｒａｎｄｏｍｓｅａｒｃｈ

３．２　ＯＬＴＣ数据集
在国内某换流站采集了多个 ＶＲＧ型 ＯＬＴＣ的

振动信号，其切换开关如图７（ａ）所示，加速度传感
器的安装位置如图７（ｂ）所示。数据采集装置采用
ＣｏｍｐａｃｔＤＡＱ系统，该系统包含１个ＮＩ９２１５机箱和
２块ＮＩ９２５０数据采集卡。振动信号的采样频率为
１００ｋＨｚ，采样时间为 ７ｓ。数据集中包含 ４类振动
信号，分别为正常、传动卡涩、芯子润滑不足、顶盖

松动，每类包含 ６０个样本，共 ２４０个样本。其中
２００个样本用于训练，４０个样本用于测试。训练时，
提取切换开关动作时刻对应的振动信号主波形作

为模型的输入，部分振动信号主波形如图８所示。

图７　切换开关和加速度传感器安装位置
Ｆｉｇ．７　Ｓｗｉｔｃｈｅｒａｎｄｍｏｕｎｔｅｄｐｏｓｉｔｉｏｎｏｆａｃｃｅｌｅｒｏｍｅｔｅｒ

文中对 ＯＬＴＣ数据集共进行 ５组实验，每组实
验中抽取部分（分别为４０个、８０个、１２０个、１６０个、
２００个）训练样本进行标记，用于监督学习，所有的
有标签和无标签样本都会用于无监督学习。每组

实验都会对 ＣｏｎｖＬＮ、阶梯网络、ＢＯＣｏｎｖＬＮ、ＣＮＮ、
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图８　振动信号主波形
Ｆｉｇ．８　Ｍａｉｎｗａｖｅｆｏｒｍｓｏｆｖｉｂｒａｔｉｏｎｓｉｇｎａｌｓ

区间最大功率特征（ｉｎｔｅｒｖａｌｍａｘｉｍｕｍｐｏｗｅｒｆｅａｔｕｒｅ，
ＩＭＰＦ）＋ＳＶＭ［１０］５类模型进行训练，并借鉴交叉验
证的形式每组进行６轮实验，以６轮精度的平均值

作为最终结果。前４类模型为深度学习模型，其参
数如下。

ＣｏｎｖＬＮ编码器和解码器采用对称的卷积和反
卷积结构，每层参数分别为：Ｃｏｎｖ１为１０×４×２（卷积
核数×卷积核长度×步长），Ｍａｘｐｏｏｌｉｎｇ２为 ４×４，
Ｃｏｎｖ３为１０×４×２，Ｍａｘｐｏｏｌｉｎｇ４为４×２，Ｃｏｎｖ５为０×
４×２，Ｍａｘｐｏｏｌｉｎｇ６为 ４×２，Ｃｏｎｖ７为 １０×４×２，Ｍａｘ
ｐｏｏｌｉｎｇ８为 ４×４，ＦＣ９为 ２２４０×４；λ１— λ７分别为
１０、１、０．１、０．１、０．１、０．１、０．１，Ａｎｏｉｓｅ为０．６；训练时采用
Ａｄａｍ优化算法，学习率为 ０．０２（从第 １５代开始衰
减），迭代次数为１５００。阶梯网络编码器和解码器
采用对称的 ７层全连接结构，每层神经元数为
３００００、３０００、１０００、１０００、５００、１００、４，训练方法与
ＣｏｎｖＬＮ相同。ＢＯＣｏｎｖＬＮ的网络结构与阶梯网络
相同，λ１—λ７优化范围为０．１λ～１０λ，Ａｎｏｉｓｅ优化范
围为０．２～１．５，训练方法与 ＣｏｎｖＬＮ相同，贝叶斯优
化时采用 ２０次 Ｓｏｂｏｌ采样和 ２０次 ＥＩ优化提升。
ＣＮＮ的网络结构与阶梯网络编码器相同，训练时采
用Ａｄａｍ优化算法，学习率为 ０．００１，迭代次数为
４００。其中ＣｏｎｖＬＮ和阶梯网络的超参数 λ１— λ７、
Ａｎｏｉｓｅ通过手动调参得到。最后一类模型基于人工设
计特征ＩＭＰＦ＋传统机器学习模型ＳＶＭ的模式。

在标签数为２００的情况下，ＢＯＣｏｎｖＬＮ超参数
的贝叶斯优化过程如图 ９所示。其中，前 ２０次为
Ｓｏｂｏｌ采样过程，后２０次为ＥＩ优化过程。由图９可
知，ＥＩ优化过程提升了ＣｏｎｖＬＮ在验证集上的精度，
表明贝叶斯优化方法在较少的迭代次数内能有效

优化ＣｏｎｖＬＮ的超参数。

图９　ＢＯＣｏｎｖＬＮ模型的贝叶斯优化过程
Ｆｉｇ．９　Ｂａｙｅｓｉａｎｏｐｔｉｍｉｚａｔｉｏｎｐｒｏｃｅｓｓｏｆ

ＢＯＣｏｎｖＬＮｍｏｄｅｌ

５类模型在ＯＬＴＣ数据集上的实验结果如图１０
所示。

由图１０可知，在网络结构相同的情况下，由于
ＣｏｎｖＬＮ融合了无标签样本的额外信息，在 ＯＬＴＣ数
据集上的平均诊断精度比 ＣＮＮ高 ５．７５％。在标签

２０２



图１０　ＯＬＴＣ数据集实验结果
Ｆｉｇ．１０　ＥｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓｏｆＯＬＴＣｄａｔａｓｅｔ

数为４０的情况下，ＣｏｎｖＬＮ的诊断精度远高于ＣＮＮ，
表明无监督学习在标签数量较少时能显著提升神

经网络的诊断精度；在标签数为 ２００的情况下（训
练数据中所有样本都被标记，ＣｏｎｖＬＮ与 ＣＮＮ训练
样本数量相同），ＣｏｎｖＬＮ的诊断精度仍比 ＣＮＮ高
２．５％，表明即使在有标签样本充足的情况下，引入
无监督学习仍能提升神经网络的诊断精度。同时，

阶梯网络的诊断精度远低于其他３类具有卷积算子
的模型，这充分说明了对于 ＯＬＴＣ振动信号这种采
样点多、非平稳的信号，卷积算子相较全连接结构

具有更强的特征提取能力。此外，通过贝叶斯优化

算法对ＣｏｎｖＬＮ的超参数进行优化，可提高约２％的
诊断精度。在标签数仅为 ４０的情况下 ＢＯＣｏｎｖＬＮ
的诊断精度高达 ９１．６７％，略高于 ＣｏｎｖＬＮ，远高于
ＣＮＮ和阶梯网络；在标签数为 ２００的情况下，ＢＯ
ＣｏｎｖＬＮ的诊断精度高达９５．５１％，略高于ＣｏｎｖＬＮ和
ＣＮＮ，远高于阶梯网络；且 ＢＯＣｏｎｖＬＮ的诊断精度
高于传统机器学习模型 ＩＭＰＦ＋ＳＶＭ，证明了在
ＯＬＴＣ故障诊断领域ＢＯＣｏｎｖＬＮ相较人工提取特征
的识别模式具有一定优势。

４　结论

文中提出基于贝叶斯优化阶梯网络的 ＯＬＴＣ故
障诊断方法，经过研究和实验，得出以下结论：

（１）在存在大量无标签样本的情况下，引入半
监督学习会显著提高机械故障的诊断精度。在 ＩＭＳ
数据集上，半监督阶梯网络的平均精度比 ＣＮＮ高
１４．２９％；在 ＯＬＴＣ数据集上，ＣｏｎｖＬＮ的平均精度比
ＣＮＮ高５．７５％。即使在所有样本都有标签的情况
下，ＣｏｎｖＬＮ仍能带来约２．５％的精度提升。

（２）相较于常见的半监督学习模型 ＶＡＥＭ１、
ＶＡＥＭ２、自编码器等，阶梯网络具有更高的诊断精
度。基于贝叶斯优化理论对阶梯网络的超参数进

行优化，可进一步提升诊断精度。优化后的超参数

在ＩＭＳ数据集上能带来约 ３．２％的精度提升，在
ＯＬＴＣ数据集上能带来约２％的精度提升。

（３）经过卷积化改造的ＢＯＣｏｎｖＬＮ对ＯＬＴＣ传
动卡涩、芯子润滑不足、顶盖松动这３类故障的综合
诊断精度超过了９０％；在有标签样本数量为２００时，
其诊断精度达到了９５．５１％。
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　　本文得到江苏省科协青年科技人才托举工程项
目（２０２１０３１）、东南大学“至善青年学者”支持计划
项目、中央高校基本科研业务费专项资金项目资

助，谨此致谢！
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