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基于 ＰＰＯ算法的 ＣＩＥＳ低碳优化调度方法
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摘　要：阶梯式碳交易机制以及优化调度模型求解算法是进行园区综合能源系统（ｃｏｍｍｕｎｉｔｙｉｎｔｅｇｒａｔｅｄｅｎｅｒｇｙｓｙｓ
ｔｅｍ，ＣＩＥＳ）优化调度的重要因素，现有文献对这两个因素的考虑不够全面。为此，文中在考虑阶梯式碳交易机制的
基础上，提出采用近端策略优化（ｐｒｏｘｉｍａｌｐｏｌｉｃｙｏｐｔｉｍｉｚａｔｉｏｎ，ＰＰＯ）算法求解ＣＩＥＳ低碳优化调度问题。该方法基于
低碳优化调度模型搭建强化学习交互环境，利用设备状态参数及运行参数定义智能体的状态、动作空间及奖励函

数，再通过离线训练获取可生成最优策略的智能体。算例分析结果表明，采用ＰＰＯ算法得到的ＣＩＥＳ低碳优化调度
方法能够充分发挥阶梯式碳交易机制减少碳排放量和提高能源利用率方面的优势。
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０　引言

综合能源系统（ｉｎｔｅｇｒａｔｅｄｅｎｅｒｇｙｓｙｓｔｅｍ，ＩＥＳ）是
减少碳排放量、实现双碳目标的重要途径［１６］。园

区综合能源系统（ｃｏｍｍｕｎｉｔｙｉｎｔｅｇｒａｔｅｄｅｎｅｒｇｙｓｙｓ
ｔｅｍ，ＣＩＥＳ）作为 ＩＥＳ的基本单元，将新能源、储能以
及传统能源等融合互补，为提高能源利用率和降低

碳排放量提供了一种新的解决方案［７８］。

近年来，高比例新能源的接入加剧了ＣＩＥＳ的不
确定性，给系统的优化调度带来了挑战。文献［９
１０］通过预测获取源荷数据，将含有不确定性新能
源出力数据的模型求解问题转变为确定性问题，然

后采用ＣＰＬＥＸ求解器进行求解，但受预测模型精度
影响，求解效果不佳。为解决上述问题，文献［１１］
通过提升预测精度来改善优化效果；而文献［１２］则
从算法入手，采用粒子群优化（ｐａｒｔｉｃｌｅｓｗａｒｍｏｐｔｉｍｉ
ｚａｔｉｏｎ，ＰＳＯ）算法对低碳调度模型进行求解，通过启
发式算法的可优化性、鲁棒性和适用性来获得更优

的调度策略；文献［１３］在文献［１２］的基础上进一步
提出改进ＰＳＯ算法求解优化调度模型。然而，上述
优化方法依赖预测模型获取风光荷数据，风光荷预

测误差将会影响ＣＩＥＳ优化结果。
以马尔可夫决策理论为基础的强化学习方法

可在线获取真实风光荷数据并进行优化，避免了由

预测模型误差产生的影响［１４１５］。文献［１６］采用 Ｑ
学习算法求解ＣＩＥＳ低碳优化模型，解决了预测模型
误差的问题。相比数学规划方法和 ＰＳＯ算法的固
定策略，Ｑ学习算法能根据真实源荷信息实时生成

自适应策略，但面对高维连续问题时会出现维数灾

难，其离散化的状态空间也可能引起信息损失，影

响环境建模，从而导致训练学习效果减弱。

为解决上述强化学习方法状态空间离散化的

问题，部分学者提出将深度神经网络与强化学习相

结合，将深度神经网络作为函数逼近器，直接在连

续空间中学习到一个策略或价值函数，进而从原始

输入中直接提取特征。文献［１７１８］采用深度 Ｑ网
络（ｄｅｅｐＱｎｅｔｗｏｒｋ，ＤＱＮ）算法求解电力系统运行优
化问题，通过深度神经网络避免了状态空间离散

化，进一步提升了优化调度效果。然而，ＤＱＮ无法
处理连续动作，必须将动作离散化才能进行交互训

练，导致动作空间中的部分动作无法被选择，从而

无法寻得最优策略。此外，ＤＱＮ使用经验回放提高
样本效率，但在部分可观察的环境下处理效果可能

较差。为解决上述问题，文献［１９］采用深度确定性
策略梯度（ｄｅｅｐｄｅｔｅｒｍｉｎｉｓｔｉｃｐｏｌｉｃｙｇｒａｄｉｅｎｔ，ＤＤＰＧ）
算法求解ＩＥＳ优化调度问题。该算法采用确定性策
略梯度方法，在给定的状态下直接输出确定的动

作，因此可直接适应连续的动作空间，更贴近电热

设备连续调节的动态特性，且可适用于如部分可观

测马尔可夫决策过程（ｐａｒｔｉａｌｌｙｏｂｓｅｒｖａｂｌｅＭａｒｋｏｖ
ｄｅｃｉｓｉｏｎｐｒｏｃｅｓｓｅｓ，ＰＯＭＤＰｓ）这类环境，但也可能会
陷入局部最优，难以找到全局最优策略。为此，有

学者提出使用随机策略的优势动作评论（ａｄｖａｎｔａｇｅ
ａｃｔｏｒｃｒｉｔｉｃ，Ａ２Ｃ）算法［２０］求解优化调度问题，但由于

样本估计的方差和超参选择的敏感等原因，无法确

保训练优化模型时策略的单调提升，容易出现不稳

定的策略更新［２１］。近端策略优化（ｐｒｏｘｉｍａｌｐｏｌｉｃｙ
ｏｐｔｉｍｉｚａｔｉｏｎ，ＰＰＯ）算法引入重要性采样技术和动态
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步长剪切机制，降低了步长敏感程度，确保了模型

训练时策略性能的单调提升；同时降低了策略梯度

算法中的方差，从而提高了学习的稳定性，可以有

效处理强不确定性下的 ＣＩＥＳ低碳优化调度
问题［２２２３］。

阶梯式碳交易机制有利于减少碳排放量、提高

能源效率［９，２４２５］。文献［２６２８］研究阶梯式碳交易
机制对 ＩＥＳ碳排放总量的影响，但均采用传统优化
方法进行模型求解，风光荷预测误差会使其无法获

得最优解。文献［２２，２９］采用 ＰＰＯ算法求解 ＣＩＥＳ
优化调度问题，但其优化模型未考虑碳交易成本或

采用传统碳交易机制，不利于降低系统碳排放量。

综上所述，现有文献在进行ＣＩＥＳ优化调度研究
时，未能综合考虑阶梯式碳交易机制以及优化模型

求解算法对调度结果的影响。因此，文中在考虑阶

梯式碳交易机制的基础上，采用 ＰＰＯ算法对 ＣＩＥＳ
低碳优化调度问题进行求解。以某园区的ＩＥＳ为例
进行分析，算例结果验证了采用阶梯式碳交易机制

的必要性和采用ＰＰＯ算法求解ＣＩＥＳ低碳优化调度
问题的先进性。

１　ＣＩＥＳ低碳优化调度模型

１．１　优化调度框架
文中建立的ＣＩＥＳ低碳优化调度模型主要包含

可再生能源系统、传统机组、储能系统以及负荷。

其中，可再生能源系统包括风电机组和光伏机组；

传统机组包括热电联产（ｃｏｍｂｉｎｅｄｈｅａｔａｎｄｐｏｗｅｒ，
ＣＨＰ）机组和燃气锅炉（ｇａｓｂｏｉｌｅｒ，ＧＢ），ＣＨＰ机组由
燃气轮机燃烧天然气，同时输出电能和热能，不仅

可以满足电负荷的需求，还可以帮助 ＧＢ应对热负
荷的变化，而ＧＢ燃烧天然气产生热能，用于满足热
负荷需求；储能系统包括电储能和热储能，通过储

能系统的灵活运行可实现削峰填谷，满足电热平衡

需求，提高可再生能源利用率和降低碳排放量。

１．１．１　目标函数
文中综合考虑ＣＩＥＳ的购能成本ｆｐｒｉｃｅｂｕｙ、碳交易成

本ｆｐｒｉｃｅＣＯ２、弃风光成本 ｆ
ｐｒｉｃｅ
ＤＧ，ｃｕｔ和储能运行成本 ｆ

ｐｒｉｃｅ
Ｓ ，构

建总成本Ｆ最小的低碳经济调度目标为：
Ｆ＝ｍｉｎ（ｆｐｒｉｃｅｂｕｙ ＋ｆ

ｐｒｉｃｅ
ＣＯ２
＋ｆｐｒｉｃｅＤＧ，ｃｕｔ＋ｆ

ｐｒｉｃｅ
Ｓ ） （１）

（１）购能成本ｆｐｒｉｃｅｂｕｙ。

Ｐｂｕｙ，ｇ（ｔ）＝ＰＣＨＰ，ｇ（ｔ）＋ＰＧＢ，ｇ（ｔ） （２）

ｆｐｒｉｃｅｂｕｙ ＝∑
Ｔ

ｔ＝１
αｔＰｂｕｙ，ｅ（ｔ）＋∑

Ｔ

ｔ＝１
βｔＰｂｕｙ，ｇ（ｔ） （３）

式中：ＰＣＨＰ，ｇ（ｔ）、ＰＧＢ，ｇ（ｔ）分别为 ｔ时刻 ＣＨＰ机组
和ＧＢ的购气量；Ｐｂｕｙ，ｅ（ｔ）、Ｐｂｕｙ，ｇ（ｔ）分别为 ｔ时刻

的购电功率和购气量；αｔ、βｔ分别为ｔ时刻的电价、
气价；Ｔ为调度周期，一般取２４ｈ。

（２）弃风光成本ｆｐｒｉｃｅＤＧ，ｃｕｔ。

ｆｐｒｉｃｅＷＴＧ，ｃｕｔ＝δＷＴＧ∑
Ｔ

ｔ＝１
ＰＷＴＧ，ｃｕｔ（ｔ） （４）

ｆｐｒｉｃｅＰＶ，ｃｕｔ＝δＰＶ∑
Ｔ

ｔ＝１
ＰＰＶ，ｃｕｔ（ｔ） （５）

ｆｐｒｉｃｅＤＧ，ｃｕｔ＝ｆ
ｐｒｉｃｅ
ＷＴＧ，ｃｕｔ＋ｆ

ｐｒｉｃｅ
ＰＶ，ｃｕｔ （６）

式中：ｆｐｒｉｃｅＷＴＧ，ｃｕｔ、ｆ
ｐｒｉｃｅ
ＰＶ，ｃｕｔ分别为弃风、弃光费用；δＷＴＧ、

δＰＶ分别为单位弃风、弃光惩罚系数；ＰＷＴＧ，ｃｕｔ（ｔ）、
ＰＰＶ，ｃｕｔ（ｔ）分别为ｔ时刻弃风、弃光功率。

（３）储能运行成本ｆｐｒｉｃｅＳ 。

ｆｐｒｉｃｅＳ ＝∑
Ｔ

ｔ＝１
∑
２

ｎ＝１
γｎ ＰＥＳ，ｎ（ｔ） （７）

式中：ｎ为储能类型，ｎ∈ １，２{ }，１和 ２分别表示电
储能和热储能；γｎ为第ｎ种储能装置单位功率维护
成本；ＰＥＳ，ｎ（ｔ）为 ｔ时刻第 ｎ种储能装置的充／放电
功率，其中ＰＥＳ，ｎ（ｔ）＞０表示储能装置为充电状态，
ＰＥＳ，ｎ（ｔ）≤０表示储能装置为放电状态。
１．１．２　约束条件

（１）风电出力约束。
０≤ＰＷＴＧ（ｔ）≤Ｐ

ｍａｘ
ＷＴＧ（ｔ） （８）

式中：ＰＷＴＧ（ｔ）为ｔ时刻风电机组输出功率；Ｐ
ｍａｘ
ＷＴＧ（ｔ）

为ｔ时刻风电机组所能提供的最大输出功率。
（２）光伏出力约束。

０≤ＰＰＶ（ｔ）≤Ｐ
ｍａｘ
ＰＶ（ｔ） （９）

式中：ＰＰＶ（ｔ）为ｔ时刻光伏机组输出功率；Ｐ
ｍａｘ
ＰＶ（ｔ）

为ｔ时刻光伏机组所能提供的最大输出功率。
（３）储能运行约束。电热储能模型相似［５］，可

以统一表示为：

－ＰｍａｘＥＳ，ｎ≤ＰＥＳ，ｎ（ｔ）≤Ｐ
ｍａｘ
ＥＳ，ｎ

Ｓｍｉｎｎ ≤Ｓｎ（ｔ）≤Ｓ
ｍａｘ
ｎ

Ｓｎ（１）＝Ｓｎ（Ｔ）

ＰｃｈａＥＳ，ｎ（ｔ）＝ＰＥＳ，ｎ（ｔ）　ＰＥＳ，ｎ（ｔ）＞０

ＰｄｉｓＥＳ，ｎ（ｔ）＝ＰＥＳ，ｎ（ｔ）　ＰＥＳ，ｎ（ｔ）≤０

Ｓｎ（ｔ）＝Ｓｎ（ｔ－１）＋Ｐ
ｃｈａ
ＥＳ，ｎ（ｔ）θ

ｃｈａ
ＥＳ，ｎ　ＰＥＳ，ｎ（ｔ）＞０

Ｓｎ（ｔ）＝Ｓｎ（ｔ－１）＋Ｐ
ｄｉｓ
ＥＳ，ｎ（ｔ）／θ

ｄｉｓ
ＥＳ，ｎ　ＰＥＳ，ｎ（ｔ）≤０

















（１０）
式中：ＰｍａｘＥＳ，ｎ为第ｎ种储能装置单次充／放电最大功
率；ＰｃｈａＥＳ，ｎ（ｔ）、Ｐ

ｄｉｓ
ＥＳ，ｎ（ｔ）分别为 ｔ时刻第 ｎ种储能装

置的充、放电功率；θｃｈａＥＳ，ｎ、θ
ｄｉｓ
ＥＳ，ｎ分别为第ｎ种储能装

置的充、放电效率；Ｓｎ（ｔ）为 ｔ时刻第 ｎ种储能装置
的储能量；Ｓｍａｘｎ 、Ｓ

ｍｉｎ
ｎ 分别为第ｎ种储能装置储能量

的上、下限。其中，Ｓｎ（１）＝Ｓｎ（Ｔ）约束储能装置在
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一个调度周期的始末储能状态一致，为下一日的调

度做准备。

（４）ＣＨＰ机组运行约束。
ＰＣＨＰ，ｅ（ｔ）＝θＣＨＰ，ｅＰＣＨＰ，ｇ（ｔ）

ＰＣＨＰ，ｈ（ｔ）＝θＣＨＰ，ｈＰＣＨＰ，ｇ（ｔ）

ＰｍｉｎＣＨＰ，ｇ≤ＰＣＨＰ，ｇ（ｔ）≤Ｐ
ｍａｘ
ＣＨＰ，ｇ

ΔＰｍｉｎＣＨＰ，ｇ≤ＰＣＨＰ，ｇ（ｔ＋１）－ＰＣＨＰ，ｇ（ｔ）≤ΔＰ
ｍａｘ
ＣＨＰ，ｇ











（１１）
式中：ＰＣＨＰ，ｅ（ｔ）、ＰＣＨＰ，ｈ（ｔ）分别为 ｔ时刻 ＣＨＰ机组
输出的电、热功率；θＣＨＰ，ｅ、θＣＨＰ，ｈ分别为 ＣＨＰ转换
为电、热能的效率；ＰｍａｘＣＨＰ，ｇ、Ｐ

ｍｉｎ
ＣＨＰ，ｇ分别为输入 ＣＨＰ

机组的天然气功率上、下限；ΔＰｍａｘＣＨＰ，ｇ、ΔＰ
ｍｉｎ
ＣＨＰ，ｇ分别

为ＣＨＰ机组的爬坡上、下限。
（５）电功率平衡约束［３０］。由于风光出力具有

较大的随机性和波动性，为减轻主网调节压力［９］，

文中不考虑ＣＩＥＳ向上级电网售电。
Ｐｂｕｙ，ｅ（ｔ）＝ＰＬｏａｄ，ｅ（ｔ）＋ＰＥＳ，１（ｔ）－

　ＰＷＴＧ（ｔ）－ＰＰＶ（ｔ）－ＰＣＨＰ，ｅ（ｔ）

０≤Ｐｂｕｙ，ｅ（ｔ）≤Ｐ
ｍａｘ
ｂｕｙ，ｅ

{ （１２）

式中：ＰＬｏａｄ，ｅ（ｔ）为ｔ时刻电负荷；ＰＥＳ，１（ｔ）为 ｔ时刻
输入电储能的功率；Ｐｍａｘｂｕｙ，ｅ为所有时刻购电限值。

（６）热功率平衡约束。
ＰＧＢ，ｈ（ｔ）＝ＰＬｏａｄ，ｈ（ｔ）＋ＰＥＳ，２（ｔ）－ＰＣＨＰ，ｈ（ｔ）

ＰｍｉｎＧＢ，ｇ≤ＰＧＢ，ｇ（ｔ）≤Ｐ
ｍａｘ
ＧＢ，ｇ

ＰＧＢ，ｈ（ｔ）＝θＧＢＰＧＢ，ｇ（ｔ）

ΔＰｍｉｎＧＢ，ｇ≤ＰＧＢ，ｇ（ｔ＋１）－ＰＧＢ，ｇ（ｔ）≤ΔＰ
ｍａｘ
ＧＢ，ｇ











（１３）
式中：ＰＧＢ，ｈ（ｔ）为ｔ时刻ＧＢ输出的热功率；ＰＬｏａｄ，ｈ（ｔ）
为ｔ时刻热负荷；ＰＥＳ，２（ｔ）为ｔ时刻输入热储能的功
率；ＰｍａｘＧＢ，ｇ、Ｐ

ｍｉｎ
ＧＢ，ｇ分别为输入 ＧＢ的天然气功率上、

下限；θＧＢ为ＧＢ的能量转换效率；ΔＰ
ｍａｘ
ＧＢ，ｇ、ΔＰ

ｍｉｎ
ＧＢ，ｇ分

别为ＧＢ的爬坡上、下限。
１．２　阶梯式碳交易模型

采用碳交易机制的目的在于通过设立合理的

碳排放权，使得生产商能够积极参与市场上的碳排

放权交易，从而实现对整体碳排放量的有效掌控。

监管部门首先会为每个碳排放源分发碳排放权配

额，生产商则依据自身配额进行合理的生产和排放

活动。当实际碳排放量低于分配的配额时，生产商

有权将多余的碳排放配额投入碳交易市场进行交

易；反之，则需要购买碳排放权配额。阶梯式碳交

易机制模型主要涵盖碳排放权配额模型、实际碳排

放模型以及阶梯式碳排放交易模型［９］。

（１）碳排放权配额模型。ＣＩＥＳ中的碳排放源

主要有３类：上级购电、ＧＢ和ＣＨＰ机组。目前国内
主要采用的配额方法为无偿配额［９］，为方便计算，

可认为上级购电均来源于燃煤机组发电。

ＥＣＩＥＳ＝Ｅｂｕｙ，ｅ＋ＥＣＨＰ，ｇ＋ＥＧＢ，ｇ

Ｅｂｕｙ，ｅ＝χｂｕｙ∑
Ｔ

ｔ＝１
Ｐｂｕｙ，ｅ（ｔ）

ＥＣＨＰ，ｇ＝χＣＨＰ∑
Ｔ

ｔ＝１
ＰＣＨＰ，ｇ（ｔ）

ＥＧＢ，ｇ＝χＧＢ∑
Ｔ

ｔ＝１
ＰＧＢ，ｇ（ｔ）















（１４）

式中：ＥＣＩＥＳ、Ｅｂｕｙ，ｅ、ＥＣＨＰ，ｇ、ＥＧＢ，ｇ分别为ＣＩＥＳ、上级
购电、ＣＨＰ机组、ＧＢ的碳排放权配额；χｂｕｙ、χＣＨＰ、
χ
ＧＢ分别为燃煤机组单位电力消耗和 ＣＨＰ机组、ＧＢ
单位天然气消耗的碳排放权配额。

（２）实际碳排放模型。
ＥＣＩＥＳ，ａ＝Ｅｂｕｙ，ｅ，ａ＋ＥＣＨＰ，ｇ，ａ＋ＥＧＢ，ｇ，ａ

Ｅｂｕｙ，ｅ，ａ＝χｂｕｙ，ａ∑
Ｔ

ｔ＝１
Ｐｂｕｙ，ｅ（ｔ）

ＥＣＨＰ，ｇ，ａ＝χＣＨＰ，ａ∑
Ｔ

ｔ＝１
ＰＣＨＰ，ｇ（ｔ）

ＥＧＢ，ｇ，ａ＝χＧＢ，ａ∑
Ｔ

ｔ＝１
ＰＧＢ，ｇ（ｔ）















（１５）

式中：ＥＣＩＥＳ，ａ、Ｅｂｕｙ，ｅ，ａ、ＥＣＨＰ，ｇ，ａ、ＥＧＢ，ｇ，ａ 分别为
ＣＩＥＳ、上级购电、ＣＨＰ机组、ＧＢ的实际碳排放量；
χ
ｂｕｙ，ａ、χＣＨＰ，ａ、χＧＢ，ａ分别为燃煤机组单位电力消耗和
ＣＨＰ机组、ＧＢ单位天然气消耗的实际碳排放。

（３）阶梯式碳排放交易模型。通过计算 ＣＩＥＳ
碳排放权配额及实际碳排放量可求得实际参与碳

交易市场的碳排放权交易额。

ＥＣＩＥＳ，ｔｒ＝ＥＣＩＥＳ，ａ－ＥＣＩＥＳ （１６）
式中：ＥＣＩＥＳ，ｔｒ为ＣＩＥＳ的碳排放权交易额。

阶梯式定价机制划分了多个购买区间，需要购

买的碳排放权配额越多，相应区间的购价越高。阶

梯式碳交易成本ｆｐｒｉｃｅＣＯ２ 为：

ｆｐｒｉｃｅＣＯ２
＝

λＥＣＩＥＳ，ｔｒ　ＥＣＩＥＳ，ｔｒ≤ｌ

λ（１＋ａ）（ＥＣＩＥＳ，ｔｒ－ｌ）＋λｌ　ｌ＜ＥＣＩＥＳ，ｔｒ≤２ｌ

λ（１＋２ａ）（ＥＣＩＥＳ，ｔｒ－２ｌ）＋λ（２＋ａ）ｌ

　　　　２ｌ＜ＥＣＩＥＳ，ｔｒ≤３ｌ

λ（１＋３ａ）（ＥＣＩＥＳ，ｔｒ－３ｌ）＋λ（３＋３ａ）ｌ

　　　　３ｌ＜ＥＣＩＥＳ，ｔｒ≤４ｌ

λ（１＋４ａ）（ＥＣＩＥＳ，ｔｒ－４ｌ）＋λ（４＋６ａ）ｌ

　　　　　ＥＣＩＥＳ，ｔｒ＞４ｌ



















（１７）
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式中：λ为碳交易基价；ｌ为碳排放量区间长度；ａ
为价格增长率。

２　基于ＰＰＯ算法的ＣＩＥＳ低碳优化调度框架

ＰＰＯ算法是一种强化学习方法，其本质是通过
基于深度神经网络生成的智能体与环境不断交互

来学习和探索，以最大化回报或实现特定目标的马

尔可夫决策过程。其中，用于训练的交互环境是由

动作空间、状态空间、状态转移概率和奖励函数构

成的元组［２９］。图１为基于ＣＩＥＳ低碳优化调度模型
的强化学习环境与智能体的交互过程。图１中，交
互环境以ＣＩＥＳ各电热设备为基础进行构建，在训练
学习时为智能体提供设备运行状态及动作反馈奖

励，使智能体动作概率分布不断更新，引导其学习

最佳策略从而获得ＣＩＥＳ最优调度方案。

图１　ＣＩＥＳ低碳优化调度框架
Ｆｉｇ．１　ＣＩＥＳｌｏｗｃａｒｂｏｎｏｐｔｉｍｉｚｅｄｓｃｈｅｄｕｌｉｎｇｆｒａｍｅｗｏｒｋ

２．１　动作空间描述
动作空间设计为优化调度问题的决策变量，即

图１环境模型中各设备出力。
智能体动作ａｔ为各电热设备出力：
ａｔ＝［ＰＣＨＰ，ｇ（ｔ）ＰＥＳ，１（ｔ）ＰＥＳ，２（ｔ）

ＰＷＴＧ（ｔ）ＰＰＶ（ｔ）］ （１８）
其中，各设备存在出力约束，如式（８）—式（１３）

所示。动作ａｔ可由神经网络输出的向量乘以 ＣＨＰ
机组、电储能、热储能以及风光出力的范围得到，其

中神经网络生成的向量的元素范围为０～１。
２．２　状态空间描述

智能体根据观察到的系统状态做出动作，文中

设计的状态向量ｓｔ为各设备运行状态及电、热负荷
大小，包括ＣＩＥＳ在ｔ时刻由风速确定的风电最大输
出功率、由辐照强度确定的光伏最大输出功率；同

时为保证燃气轮机和ＧＢ输出功率满足爬坡功率约
束，将其ｔ－１时刻的输出功率作为 ｔ时刻状态空间
的一部分：

ｓｔ＝［Ｐ
ｍａｘ
ＷＴＧ（ｔ）Ｐ

ｍａｘ
ＰＶ（ｔ）ＰＬｏａｄ，ｅ（ｔ）ＰＬｏａｄ，ｈ（ｔ）

Ｓ１（ｔ）Ｓ２（ｔ）ＰＣＨＰ，ｇ（ｔ－１）ＰＧＢ，ｇ（ｔ－１）］（１９）
２．３　状态转移概率

状态转移概率 Ｇ描述了将动作 ａｔ应用到环境

状态ｓｔ后，环境从当前状态 ｓｔ转移至下一状态 ｓｔ＋１
的概率：

Ｇ＝Ｐｓｔ＋１＝ｓ′ｓｔ＝ｓ，ａｔ＝ａ{ } （２０）
式中：Ｐ·{ }为状态转移概率的集合；ｓ、ａ为当前状态
的值；ｓ′为下一状态的值。

图２为状态转移过程，即动作 ａｔ输入到环境
后，环境状态ｓｔ遵循状态转移概率转移至下一环境
状态 ｓｔ＋１的过程。图 ２中，将状态空间中 Ｓ１（ｔ）、
Ｓ２（ｔ）、ＰＣＨＰ，ｇ（ｔ－１）和ＰＧＢ，ｇ（ｔ－１）遵循各模型的
约束条件进行计算，状态转移概率为１；而ＰｍａｘＷＴＧ（ｔ）、
ＰｍａｘＰＶ（ｔ）、ＰＬｏａｄ，ｅ（ｔ）和ＰＬｏａｄ，ｈ（ｔ）具有不确定性，文中
采用风光荷深度神经网络预测模型，通过样本数据

学习环境的状态转移概率，从而确定环境的下一状

态ｓｔ＋１。其中环境的状态转移概率无须直接计算，
由神经网络的参数间接反映。

图２　状态转移过程示意
Ｆｉｇ．２　Ｉｌｌｕｓｔｒａｔｉｏｎｏｆｓｔａｔｅｔｒａｎｓｉｔｉｏｎｐｒｏｃｅｓｓ

２．４　奖励函数构建
构建合理的奖励函数能够有效引导智能体寻

得最优调度策略。智能体以整个回合内总奖励最

大为目标，在神经网络训练中更新网络参数，而

ＣＩＥＳ优化调度目标为日运行成本最低。因此，文中
设计奖励函数ｒｔ为：

ｒｔ＝－ (αｔＰｂｕｙ，ｅ（ｔ）＋βｔＰｂｕｙ，ｇ（ｔ）＋δＷＴＧＰＷＴＧ，ｃｕｔ（ｔ）＋
δＰＶＰＰＶ，ｃｕｔ（ｔ）＋∑

２

ｎ＝１
γｎ ＰＥＳ，ｎ（ｔ） ＋Ｃ（ｔ）) （２１）

１９ 陈凡 等：基于ＰＰＯ算法的ＣＩＥＳ低碳优化调度方法



式中：Ｃ（ｔ）为ｔ时刻违反约束的惩罚成本。
Ｃ（ｔ）＝η（Ｐｈ（ｔ）＋Ｐｂｕｙ（ｔ）） （２２）

Ｐｈ（ｔ）＝ＰＬｏａｄ，ｈ（ｔ）＋ＰＥＳ，２（ｔ）－ＰＣＨＰ，ｈ（ｔ）－ＰＧＢ，ｈ（ｔ）

（２３）
Ｐｂｕｙ（ｔ）＝ｆ（０，Ｐ

ｍａｘ
ｂｕｙ，ｅ，Ｐｂｕｙ，ｅ（ｔ）） （２４）

式中：η为计算惩罚成本的越限惩罚系数；Ｐｈ（ｔ）、
Ｐｂｕｙ（ｔ）分别为ｔ时刻热功率不平衡量、购电越限量，
其中购电越限量也反映了电功率不平衡的情况；

ｆ（ｘ，ｙ，ｚ）为度量变量ｚ超出范围［ｘ，ｙ］的程度函数。
ｆ（ｘ，ｙ，ｚ）＝（ ｘ－ｚ＋ ｙ－ｚ－ ｙ－ｘ）／２

（２５）
显然，ｚ∈［ｘ，ｙ］时，ｆ（ｘ，ｙ，ｚ）＝０，而ｚ［ｘ，ｙ］

时，ｆ（ｘ，ｙ，ｚ）表示越限程度，ｚ超出范围［ｘ，ｙ］越
多，越限越严重。

３　基于 ＰＰＯ算法的 ＣＩＥＳ低碳优化调度
方法

　　文中提出了一种基于ＰＰＯ算法的ＣＩＥＳ低碳优
化调度方法。ＰＰＯ算法基于动作评价（ａｃｔｏｒｃｒｉｔｉｃ，
ＡＣ）架构，同时融合重要性采样和动态步长剪切机
制，利用深度神经网络构建策略网络 Ａｃｔｏｒ与价值
网络Ｃｒｉｔｉｃ，策略网络生成动作概率分布，价值网络
评估动作价值。重要性采样技术将同策略（ｏｎ
ｐｏｌｉｃｙ）转换为异策略（ｏｆｆｐｏｌｉｃｙ），通过设置新、旧策
略网络进行参数更新与样本获取，实现对同批样本

的重复使用，可以有效利用先前的经验优化策略，

从而加快ＰＰＯ算法的收敛速度。动态步长剪切机
制根据新、旧策略网络之间的差异动态调整并更新

步长，从而限制新、旧策略的距离，降低模型的步长

敏感度，保障模型训练的稳定性［２９］。文中基于ＰＰＯ
算法构建的ＣＩＥＳ低碳优化调度模型的训练与应用
机制如图 ３所示。ＰＰＯ算法优化求解过程涵盖离
线训练和在线应用２个阶段，离线训练阶段通过含
风光荷预测模型的ＣＩＥＳ环境的交互训练，实现策略
网络和价值网络的参数更新；在线应用阶段则基于

离线训练所获得的策略网络，依据实际的ＣＩＥＳ环境
状态生成最优调度策略。

离线训练中利用风光荷预测模型生成风光荷

数据，从而获取不同风光荷下的 ＣＩＥＳ系统运行场
景，同时通过策略网络与含风光荷预测模型的 ＣＩＥＳ
环境的不断交互获得大量训练样本以便策略网络

和价值网络学习训练。策略网络和价值网络的输

入都是由上一时刻传统机组的调度策略、储能状态

和本时刻负荷及风光最大输出功率构成的系统状

态向量ｓｔ。ｏｆｆｐｏｌｉｃｙ机制的新、旧策略网络 Ａｃｔｏｒ２

图３　ＰＰＯ训练及应用过程
Ｆｉｇ．３　ＰＰＯｔｒａｉｎｉｎｇａｎｄａｐｐｌｉｃａｔｉｏｎｐｒｏｃｅｓｓ

和Ａｃｔｏｒ１输出为动作概率分布 πθ和 πθｏｌｄ，前者被
用于生成新的最优调度策略，以便与 Ａｃｔｏｒ１的策略
进行比较，从而更新策略参数；后者被用于生成智

能体与ＣＩＥＳ环境的交互数据以收集经验数据。其
中，θ为新策略网络 Ａｃｔｏｒ２的参数；θｏｌｄ为旧策略网
络Ａｃｔｏｒ１的参数。采用价值网络输出的优势函数
Ａθ（ｓｔ，ａｔ）评价当前状态ｓｔ下采取动作 ａｔ相对于所
有可能动作的平均效果的提升，从而引导策略网络

选择更优的动作。文中设计的策略网络和价值网

络采用全连接层结构，具有处理ＣＩＥＳ低碳优化调度
问题中任务与资源之间强非线性关系的优势。

ＰＰＯ利用强化学习方法的自我学习机制以及价
值网络逐步改善策略网络的决策性能，探索学习不同

风光荷场景下的最优调度策略。策略网络通过不断

交互学习最终掌握在不同风光荷场景下的最优策略。

在实际的ＩＥＳ环境中，训练完成的智能体策略网络能
够自适应地根据所面临的各种运行场景，在线给出实

时的决策策略。因此，基于ＰＰＯ算法的ＣＩＥＳ低碳优
化调度决策网络的训练包括样本产生与提取、价值网

络训练和策略网络训练三部分。

首先，在状态ｓｔ驱动下，基于旧策略网络Ａｃｔｏｒ１
得到动作概率分布，智能体以此为基础进行采样，

获得动作 ａｔ，即 ｔ时刻输入 ＣＨＰ机组的天然气功
率、风光实际输出功率及电热储能充放功率。然

后，将生成的调度策略即ａｔ传递给 ＣＩＥＳ交互环境，

２９



基于当前时刻的经济调度成本和惩罚成本计算奖

励函数ｒｔ。同时，生成下一时刻的状态 ｓｔ＋１，由此得
到训练样本序列＜ｓｔ，ａｔ，ｒｔ，ｓｔ＋１＞，并将其存储至样本
池，以便策略网络和价值网络学习训练。

价值网络训练中，首先，从样本池中提取样本

序列＜ｓｔ，ａｔ，ｒｔ，ｓｔ＋１＞，将状态 ｓｔ输入到价值网络，通
过计算优势函数 Ａθ（ｓｔ，ａｔ）评价当前状态 ｓｔ下的价
值大小并输出。然后，通过式（２６）构造价值网络损
失函数Ｌ，对价值网络进行梯度更新［３１］。

Ｌ＝ｍｅａｎ（ｓｑｕａｒｅ（Ａθ（ｓｔ，ａｔ））） （２６）
式中：ｍｅａｎ（·）为均值函数；ｓｑｕａｒｅ（·）为平方函数。

策略网络训练与价值网络相同，需要先从样本

池中提取样本序列＜ｓｔ，ａｔ，ｒｔ，ｓｔ＋１＞，并输入到策略网
络Ａｃｔｏｒ１和Ａｃｔｏｒ２，得到相应的动作概率分布πθ和
πθｏｌｄ。为使旧策略网络逼近最优策略，寻找使奖励
期望值最大的网络参数。ＰＰＯ算法利用策略梯度
提升算法，策略梯度计算如下：

!

Ｒ（πθ）＝Ｅ（ｓｔ，ａｔ）～πθ（Ａθ（ｓｔ，ａｔ）!θｌｎπθ（ａｔ ｓｔ））

（２７）
式中：

!

Ｒ（πθ）为奖励期望的梯度；Ｅ（ｓｔ，ａｔ）～πθ（·）为
在状态ｓｔ、动作ａｔ、动作概率分布 πθ下计算期望的
函数；πθ（ａｔ ｓｔ）为在状态ｓｔ下、动作ａｔ的动作概率
分布。

基于重要性采样技术原理可将式（２７）变形为：

!

Ｒ（πθ）＝Ｅ（ｓｔ，ａｔ）～πθｏｌｄ( πθπθｏｌｄＡθｏｌｄ（ｓｔ，ａｔ）!θｌｎπθ)
（２８）

通过复合函数及对数函数对式（２８）求导可得：
!πθ＝πθ!ｌｎπθ （２９）

将式（２９）代入式（２８）得：

!

Ｒ（πθ）＝Ｅ（ｓｔ，ａｔ）～πθｏｌｄ
!πθ
πθｏｌｄ
Ａθｏｌｄ（ｓｔ，ａｔ）( ) （３０）

根据策略梯度反推得到目标函数Ｊθｏｌｄ为：

Ｊθｏｌｄ＝Ｅ（ｓｔ，ａｔ）～πθｏｌｄ
πθ
πθｏｌｄ
Ａθｏｌｄ（ｓｔ，ａｔ）( ) （３１）

在策略网络训练中对Ｊθｏｌｄ进行梯度提升训练获
得使奖励期望值最大的策略网络参数θ。

在进行了一定批次的更新后，将新策略网络的

参数θ同步更新至旧策略网络。
此外，为保证策略更新的稳定提升，新、旧策略

网络必须具有相似性，即输入同样的样本序列，两

者输出的动作概率分布不能相差过大。ＰＰＯ算法
为了实现上述目标引入剪切机制，以此限制网络更

新幅度，确保新策略在旧策略的近端产生［３２］，其具

体公式为：

ＪＰＰＯ，θｏｌｄ＝∑
（ｓｔ，ａｔ）
ｍｉｎ( πθπθｏｌｄＡθｏｌｄ（ｓｔ，ａｔ），

ｃｌｉｐ
πθ
πθｏｌｄ
Ａθｏｌｄ（ｓｔ，ａｔ），１－ε，１＋ε( ) ) （３２）

式中：ＪＰＰＯ，θｏｌｄ为引入剪切机制后的目标函数；ε为
控制剪切区间的超参数；ｃｌｉｐ（·）为剪切函数，用来
确保新、旧策略网络的采样概率比总处于区间 ［１－
ε，１＋ε］之内，从而防止新、旧策略差异过大导致
算法训练失稳。

ＰＰＯ算法与含风光荷预测模型的 ＣＩＥＳ环境进
行交互，批量生成样本，并采用梯度提升方法进行

网络的批量训练，直至达到最大训练周期，使奖励

函数收敛。经过训练的智能体可以在线应用，以应

对不同的风光荷场景，实时生成最优调度策略。

４　算例分析

４．１　算例介绍
文中以国内某园区为例，以２４ｈ为一个周期进

行优化调度。从上级电网购电的分时电价见表

１［９］；天然气价格为 ０．４５元／（ｋＷ·ｈ）［３３］，各设备运
行参数见表２［９］。系统当前参与的阶梯式碳交易为
每日结算，碳交易基价λ为２５０元／ｔ，区间长度 ｌ为
２ｔ，价格增长率ａ为２５％［９］。系统碳排放参数见表
３。算法的策略网络和价值网络采用全连接层结构，
其学习率为０．００１，折扣因子为０．９９。文中模型算法
采用Ｐｙｔｈｏｎ３．９编写，计算机环境为 ＣＰＵＩｎｔｅｌ（Ｒ）
Ｃｏｒｅ（ＴＭ）ｉ７１２７００Ｈ２．３０ＧＨｚ、ＧＰＵＮＶＩＤＩＡＧｅＦｏｒｃｅ
ＲＴＸ３０６０，算法迭代循环为３２０００回合。

表１　分时电价
Ｔａｂｌｅ１　Ｔｉｍｅｏｆｕｓｅｅｌｅｃｔｒｉｃｉｔｙｐｒｉｃｅ

时段 电价／［元·（ｋＷ·ｈ）－１］

００：００－０６：００、２２：００－２３：００ ０．３８

０７：００－１０：００、１４：００－１７：００ ０．６８

１１：００－１３：００、１８：００－２１：００ １．２０

４．２　碳交易机制分析
为验证阶梯式碳交易机制对碳排放的减少效

果，文中设置３种运行场景进行对比分析。
场景１：考虑阶梯式碳交易机制，不计及碳交易

成本，目标函数仅考虑系统运行成本和弃风光成本

的传统经济调度场景。

场景２：考虑传统碳交易机制，目标函数计及固
定碳交易价格的碳排放成本、系统运行成本及弃风

光成本的低碳优化调度场景。
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表２　设备运行参数
Ｔａｂｌｅ２　Ｅｑｕｉｐｍｅｎｔｏｐｅｒａｔｉｎｇｐａｒａｍｅｔｅｒｓ

设备名称 参数 数值

ＣＨＰ机组

容量／ｋＷ ６００

爬坡约束／％ ２０

产电效率／％ ９２

ＧＢ

容量／ｋＷ ８００

爬坡约束／％ ２０

产热效率／％ ９５

电储能

容量／ｋＷ ４５０

容量上限约束／％ ９０

容量下限约束／％ １０

输入、输出损耗系数 ０．９５

热储能

容量／ｋＷ ５００

容量上限约束／％ １０

容量下限约束／％ ９０

输入、输出损耗系数 ０．９５

表３　碳交易机制参数
Ｔａｂｌｅ３　Ｃａｒｂｏｎｔｒａｄｉｎｇｍｅｃｈａｎｉｓｍｐａｒａｍｅｔｅｒｓ

设备名称 实际碳排放 碳排放配额

电网 １．０８０ｋｇ／（ｋＷ·ｈ） ０．７２８ｋｇ／（ｋＷ·ｈ）

ＣＨＰ机组 ０．１０２×１０－３ｋｇ／ｋＪ ０．０６８×１０－３ｋｇ／ｋＪ

ＧＢ ０．１０２×１０－３ｋｇ／ｋＪ ０．０６２×１０－３ｋｇ／ｋＪ

　　场景３：考虑阶梯式碳交易机制，目标函数考虑
碳排放成本、系统运行成本及弃风光成本的低碳优

化调度场景。

３种运行场景下的系统总运行成本、碳排放总
量以及风光消纳率如表４所示。由表４可知，优化
目标考虑碳排放成本时，无论是采用传统碳交易机

制还是阶梯式碳交易机制，碳排放总量都要小于不

考虑碳交易成本的场景，分别降低了 １０７．８ｋｇ和
２４８．９ｋｇ。采用阶梯式碳交易机制的场景３能最大
程度降低碳排放总量，经济成本也比采用传统碳交

易机制的场景２大幅减少。可见，文中采用阶梯式
碳交易机制能最大程度约束碳排，在保证系统运行

经济性的同时大大降低碳排放量。

表４　不同场景下的系统调度结果
Ｔａｂｌｅ４　Ｒｅｓｕｌｔｓｏｆｓｙｓｔｅｍｓｃｈｅｄｕｌｉｎｇ

ｕｎｄｅｒｄｉｆｆｅｒｅｎｔｓｃｅｎａｒｉｏｓ

指标 场景１ 场景２ 场景３

系统总成本／元 １５７９５．２ １５６７０．７ １５２８３．６

碳排放总量／ｋｇ ２５５５．９ ２４４８．１ ２３０７．０

风电消纳率／％ １００ １００ １００

光伏消纳率／％ １００ １００ １００

４．３　ＣＩＥＳ优化调度算法性能比较
图４展示了文中 ＰＰＯ算法和 Ａ２Ｃ算法离线训

练过程中奖励函数的变化情况。由图４可知，训练
至３２０００回合时奖励值已完全稳定，这说明２种算
法均收敛，智能体已掌握使得系统运行成本最小的

最优调度策略。此外，与 Ａ２Ｃ算法相比，ＰＰＯ算法
尽管收敛速度慢一些，但在训练过程中策略更新更

为稳定。

图４　训练过程中奖励值变化曲线
Ｆｉｇ．４　Ｃｕｒｖｅｓｏｆｒｅｗａｒｄｖａｌｕｅｖａｒｉａｔｉｏｎｄｕｒｉｎｇｔｒａｉｎｉｎｇ

为验证 ＰＰＯ算法能够发挥阶梯式碳交易机制
减排作用的优势，将文中算法与强化学习方法中基

于ＡＣ机制的Ａ２Ｃ算法、启发式算法中的ＰＳＯ算法
和基于ＣＰＬＥＸ求解器的传统数学规划方法进行对
比，ＣＰＬＥＸ求解器采用分支定界（ｂｒａｎｃｈａｎｄｂｏｕｎｄ，
ＢＢ）法求解混合整数线性规划问题。其中，ＰＳＯ算
法和ＢＢ算法属于传统优化算法，对于不确定性采
用先预测后优化的处理方案；Ａ２Ｃ算法和文中算法
属于强化学习方法，对于不确定性采用先离线训练

后在线应用、实时获取真实数据的处理方案。采用

不同算法对园区某日系统运行成本进行优化，其获

得的碳交易成本、运行总成本以及碳排放总量等结

果如表５所示。

表５　不同算法的求解结果比较
Ｔａｂｌｅ５　Ｃｏｍｐａｒｉｓｏｎｏｆｒｅｓｕｌｔｓｏｂｔａｉｎｅｄ

ｂｙｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

指标
ＰＳＯ
算法

ＢＢ
算法

Ａ２Ｃ
算法

ＰＰＯ
算法

ＣＨＰ机组购电量／
（ｋＷ·ｈ） １４４００．０ １４４００．０ １４４００．０ １４３０９．７

ＧＢ购电量／（ｋＷ·ｈ） １１４３３．７ １１０３５．２ １１０４０．６ １１０８４．４

购电量／（ｋＷ·ｈ） １１５１４．６ ８６７４．７ ４８４７．４ ３９１２．２

碳交易成本／元 １５００．０ １１２０．２ ６９９．２ ５９５．９

运行总成本／元 ２２８４１．２ １９８９６．４ １５９４１．６ １５２８３．６

碳排放总量／ｋｇ ５０００．０ ３９８４．５ ２６３７．５ ２３０７．０

　　由表５可知，ＰＰＯ算法所得的平均碳交易成本
比另外三者中最优的Ａ２Ｃ算法降低１４．８％，运行总
成本比三者中最低的Ａ２Ｃ算法还要减少４．１％。ＢＢ
算法与ＰＳＯ算法受预测模型误差限制无法找到最
优解；Ａ２Ｃ算法属于强化学习方法，因在线获取真
实风光数据而获得较优解；而文中 ＰＰＯ算法在 ＡＣ

４９



结构算法的基础上引入了重要性采样技术和动态

步长剪切机制，保证模型训练时策略性能单调提

升，可以更有效地处理强不确定性的ＣＩＥＳ低碳优化
调度问题，因此在寻优效果上更为优秀。

采用４种算法得到的一个调度周期内的风电和
光伏消纳率分别如图５和图６所示。

图５　不同算法得到的风电消纳率比较
Ｆｉｇ．５　Ｃｏｍｐａｒｉｓｏｎｏｆｗｉｎｄｐｏｗｅｒｕｔｉｌｉｚａｔｉｏｎ
ｒａｔｅｓｏｂｔａｉｎｅｄｂｙｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

图６　不同算法得到的光伏消纳率比较
Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎｏｆｐｈｏｔｏｖｏｌｔａｉｃｕｔｉｌｉｚａｔｉｏｎ
ｒａｔｅｓｏｂｔａｉｎｅｄｂｙｄｉｆｆｅｒｅｎｔａｌｇｏｒｉｔｈｍｓ

由图５和图６可知，整个调度周期内，ＰＰＯ算法
和Ａ２Ｃ算法由于在线获取真实风光数据，可充分利
用风光资源，从而获得较高的风光消纳率。然而，

由于Ａ２Ｃ算法在策略更新时的不稳定性，其对某些
状态过度探索，从而影响了智能体的参数调整，阻

碍了参数优化过程，这不仅削弱了优化调度的效

果，而且限制了储能设备在削峰填谷时充分消纳风

电和光伏的潜力，因此在 ４时、７时、１６时、２２时和
２４时风电消纳率不高。尽管ＢＢ算法的风光消纳率
超过ＰＳＯ算法，某些时刻可达８０％甚至近１００％，但
比起文中算法和 Ａ２Ｃ算法仍有大量弃风弃光。这
是因为不论是 ＢＢ算法还是 ＰＳＯ算法，都采用先预
测后优化的方案，受预测精度影响无法获得准确的

风光数据，因而浪费部分风光资源，造成风光消纳

率降低及碳排放量升高。而 ＰＳＯ算法风光消纳率
最低是因为该算法容易陷入局部最优。

４．４　ＣＩＥＳ优化调度算法的策略比较
为进一步说明在考虑阶梯式碳交易机制下文

中算法所得策略较其他三者的优势，图７和图８分
别展示了电功率和热功率的优化调度结果。

由图７（ａ）—（ｄ）可知，文中算法和Ａ２Ｃ算法所
得策略实现电功率平衡主要基于风光出力和 ＣＨＰ

图７　电功率优化调度结果
Ｆｉｇ．７　Ｒｅｓｕｌｔｓｏｆｅｌｅｃｔｒｉｃｐｏｗｅｒｏｐｔｉｍｉｚａｔｉｏｎｓｃｈｅｄｕｌｉｎｇ

图８　热功率优化调度结果
Ｆｉｇ．８　Ｒｅｓｕｌｔｓｏｆｔｈｅｒｍａｌｐｏｗｅｒｏｐｔｉｍｉｚａｔｉｏｎｓｃｈｅｄｕｌｉｎｇ

机组出力，购电功率占比少；而ＰＳＯ算法和ＢＢ算法
满足电负荷需求的调度策略主要为 ＣＨＰ机组出力
和购电相互配合，风光出力较少，遇到功率缺额则

简单使用购电功率弥补，整体购电功率远远大于文

中算法和 Ａ２Ｃ算法。观察上述策略侧重调度手段
的不同，可以发现当ＣＨＰ机组出力无法满足电负荷
需求时，充分利用风光出力可以大幅降低购电功

率。由此可见，强化学习方法利用在线获取真实风

光数据的优势可以减小预测模型误差带来的影响，

使得风光消纳水平大幅提高。

进一步观察图７（ｃ）和（ｄ）可以发现，文中算法
所得策略不会对电储能频繁进行大功率充放，而是

精确使用电储能进行削峰填谷；而Ａ２Ｃ算法所得策
略多次使用电储能进行大功率充放，其原因为 Ａ２Ｃ
算法易陷入局部最优而无法获得最佳的电储调度

策略。多次使用电储能装置进行大功率充放则会
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导致电储运行成本增加，因此Ａ２Ｃ算法所得策略的
运行成本大于ＰＰＯ算法，这与表５中的数据一致。

对比图８（ａ）—（ｄ）可知，文中算法、Ａ２Ｃ算法、
ＰＳＯ算法以及ＢＢ算法均实现了热功率平衡。观察
４种算法的调度策略可以发现，文中算法、Ａ２Ｃ算法
以及ＢＢ算法皆使用 ＧＢ出力弥补热功率缺口，而
ＰＳＯ算法除了使用 ＧＢ出力弥补热功率缺口，还须
通过多次热储能装置调度才能实现热储始末状态

一致。由于满足热负荷需求的调度手段只有热储

能、ＧＢ和ＣＨＰ机组，同时天然气价格在各个时间段
也相同，因此在保证热储能装置始末状态一致的前

提下只需要使用ＣＨＰ机组和 ＧＢ满足热负荷需求，
无须多次调用储能，频繁调用热储能只会大幅提高

热储运行成本。综上所述，文中算法、Ａ２Ｃ算法以
及ＢＢ算法所得策略通过降低热储运行成本获得比
ＰＳＯ算法所得策略更低的运行成本。

上述对于调度策略的分析进一步验证了表５中
数据的合理性。由表５可知，文中算法在碳交易成
本上分别低于 Ａ２Ｃ算法、ＢＢ算法和 ＰＳＯ算法
１４．８％、４６．８％及 ６０．３％，这是因为在调度策略上文
中算法优先消纳风光资源并精确使用电储能削峰

填谷，避免使用购电弥补；对于运行总成本，Ａ２Ｃ算
法优化策略所得成本十分接近文中算法，其他两者

的成本则远远大于文中算法，这是因为文中算法和

Ａ２Ｃ算法所得策略皆能高比例消纳风光，较其他两
者节省了弃风光成本和原本可以用风光代替的传

统机组出力成本，而Ａ２Ｃ算法没有寻得削峰填谷的
最优电储调度策略，因此其系统运行总成本略高于

文中算法。

４．５　惩罚系数敏感性分析
为研究越限惩罚系数 η对文中算法的影响，详

细分析不同越限惩罚系数的影响效果。图９展示了
不同惩罚系数下运行总成本和碳排放总量的变化

情况。

由图９可知，当η值介于 １～９范围内时，该惩
罚系数对智能体的训练和学习具有良好的指导效

果。当η值等于５时，系统运行总成本和碳排放总
量均最低；当η值从５增大或减小时，运行总成本和
碳排放总量均呈增加趋势，且变化曲线呈先平缓后

急剧上升的趋势。这主要是因为惩罚系数过小时，

智能体会忽视惩罚函数的作用，导致其无法充分学

习如何在满足约束的同时优化行为策略，难以达到

预期的任务目标；而惩罚系数过大时，智能体则会

过分集中于减少惩罚值而掩盖奖励目标的变化，导

致其在探索环境时过于谨慎，减少尝试新行为从而

图９　运行总成本和碳排放总量随惩罚系数的变化
Ｆｉｇ．９　Ｃｈａｎｇｅｓｏｆｔｏｔａｌｏｐｅｒａｔｉｎｇｃｏｓｔｓａｎｄｔｏｔａｌ
ｃａｒｂｏｎｅｍｉｓｓｉｏｎｓｗｉｔｈｐｅｎａｌｔｙｃｏｅｆｆｉｃｉｅｎｔｓ

陷入局部最优。

４．６　储能装置对优化调度结果的影响性分析
为说明储能对ＣＩＥＳ优化调度的影响，表６给出

了储能设备投入前后的系统运行总成本、碳排放总

量、风光消纳率等指标。

表６　储能对ＣＩＥＳ优化调度的影响分析
Ｔａｂｌｅ６　Ｉｍｐａｃｔａｎａｌｙｓｉｓｏｆｅｎｅｒｇｙｓｔｏｒａｇｅｏｎ

ＣＩＥＳｏｐｔｉｍｉｚａｔｉｏｎｓｃｈｅｄｕｌｉｎｇ

指标 无储能 有储能

运行总成本／元 １５７２０．６ １５２８３．６

碳排放总量／ｋｇ ２４９０．６ ２３０７．０

风电消纳率／％ ９７．９ １００

光伏消纳率／％ １００ １００

　　由表６可知，安装储能装置之后系统的运行总
成本降低了４３７．０元，碳排放总量减少了１８３．６ｋｇ，
风电的消纳水平也得到了提高。无储能条件下，光

伏实现了完全消纳而风电的消纳率却只有 ９７．９％，
这是由于风电功率在２４ｈ内均不为０，光伏在夜间
低负荷需求时段输出为 ０，因此只能弃风以满足供
需平衡。

５　结论

为充分发挥阶梯式碳交易机制的作用和提高

ＣＩＥＳ低碳优化调度模型的求解性能，文中采用ＰＰＯ
算法对计及阶梯式碳交易机制的 ＣＩＥＳ低碳优化调
度问题进行了研究。通过算例分析，得出了以下

结论：

（１）引入阶梯式碳交易机制能在保持 ＣＩＥＳ系
统运行经济性的同时有效减少碳排放量。

（２）同传统优化求解算法相比，ＰＰＯ算法求解
得到的调度策略能够进一步降低系统碳排放量和

运行成本，并提高系统的风光利用率。

（３）越限惩罚系数会对 ＰＰＯ算法的求解结果

６９



产生影响，越限惩罚系数选择不当会导致求得的结

果与全局最优解之间存在较大差异。

文中仅通过敏感性分析研究了越限惩罚系数

对ＰＰＯ算法求解性能的影响，未能给出准确的越限
惩罚系数求解方法，未来可对ＰＰＯ算法中越限惩罚
系数的确定方法开展进一步研究。
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