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基于生成对抗 Ｔｒａｎｓｆｏｒｍｅｒ的电力负荷数据异常检测
陆旦宏，范文尧，杨婷，倪敏珏，李思琦，朱晓

（南京工程学院电力工程学院，江苏 南京 ２１１１６７）

摘　要：电力负荷异常数据将给电力系统规划、负荷预测以及用能分析等带来较大的负面影响，因此亟须对负荷数
据异常进行检测与识别。首先，针对电力负荷数据异常分类、原因及其特征开展分析。其次，改进传统 Ｔｒａｎｓｆｏｒｍｅｒ
编码器结构，采用多头注意力层代替掩码多头注意力层，同时移除前馈网络，以提高模型对负荷时序序列的全局注

意力。基于生成对抗网络（ｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ，ＧＡＮ）生成器与判别器的博弈结构，提出一种改进的ＧＡＮ
Ｔｒａｎｓｆｏｒｍｅｒ模型，以更好地捕捉趋势性特征并加速模型收敛。然后，引入多阶段映射与训练方法，综合焦点分数打
分机制，通过分阶段负荷序列重构帮助模型更好地提取负荷数据异常特征。最后，算例分析结果表明，ＧＡＮＴｒａｎｓ
ｆｏｒｍｅｒ模型在负荷数据异常检测精确率、召回率、Ｆ１值以及训练时间方面均具有更优的性能，验证了所提方法的有

效性和优越性。文中研究工作为基于深度学习进一步实现电力负荷数据异常分类与数据修复提供了有益参考。
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０　引言

近年来，电力系统在物联网和大数据等技术的

推动下进入了电力大数据时代［１］。其中，电力负荷

数据是对一定范围内的负荷对象进行用能大小、变

化趋势及其分布特点的刻画与描述［２］，丰富的电力

负荷数据为电力系统制定决策夯实了数据基础。

电力负荷受季节、天气、日类型、检修计划、生产生

活及突发故障等多维因素影响，具有周期性、趋势

性及随机性等典型特点［３４］。由于电力负荷数据结

构存在多元异构、数据体量大的问题，在数据采集

与传输过程中极易受系统故障、设备异常、传输误

码及量测误差等因素影响，导致负荷数据中掺杂了

一些不易察觉的异常数据。这些异常数据将给系

统规划、负荷预测及用能分析等带来负面影响［５］。

因此，针对电力负荷数据异常进行检测与识别，一

是可及时发现和快速诊断故障与用户窃电等异常

情况，二是可及时阻止负荷异常数据继续扩散［６］，

防止电力系统规划因异常数据做出错误决策。

传统的数据异常检测方法可以分为６种类型，
主要包括基于分类［７９］、基于密度［１０１１］、基于聚

类［１２１４］、基于统计［１５１６］、基于信息理论［１７］以及基于

频谱等异常检测方法。其中，基于统计的方法往往

假设数据为简单分布，无法反映出真实数据的分布

情况；基于密度和基于聚类的方法无法有效提取时

序数据中的细部特征；基于分类的模型则要求数据

必须具备标签，对数据质量要求高，且某些特殊故

障类型导致的数据异常不能满足标注需求。

由于电力负荷数据是一种典型的时序序列，当

前一些研究主要聚焦于利用深度学习的范式解决

时序序列异常检测问题［１８２４］。文献［１９］提出了基
于自回归神经网络的无参数化动态阈值长短期记

忆网络（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｆｏｒｎａｔｕｒａｌｌａｎｇｕａｇｅ
ｕｎｄｅｒｓｔａｎｄｉｎｇｗｉｔｈｎｏｉｓｙｄａｔａｔｒａｉｎｉｎｇ，ＬＳＴＭＮＤＴ）进
行数据异常检测，采用无监督训练方式，对检测结

果根据无参数化设定阈值进行异常判定，但模型过

度依赖局部特征，忽略了长序列的全局特征。文献

［２０］基于长短期记忆循环神经网络架构，提出了具
有生成对抗网络的多元异常检测（ｍｕｌｔｉｐｌｅａｎｏｍａｌｙ
ｄｅｔｅｃｔｉｏｎｕｓｉｎｇｇｅｎｅｒａｔｉｖｅａｄｖｅｒｓａｒｉａｌｎｅｔｗｏｒｋｓ，ＭＡＤ
ＧＡＮ）方法，采用ＧＡＮ的对抗生成机制对时间序列
进行重构，通过分离异常评分实现数据异常诊断。

引入ＧＡＮ训练机制后，一定程度地提高了对时序序
列分布特征的捕获能力。文献［２１］提出了基于随
机递归神经网络的 ＯｍｎｉＡｎｏｍａｌｙ多变量时间序列
异常检测模型，结合门控循环单元和变分自编码器

刻画时序序列的局部特征依赖和随机性特征，但模

型复杂程度过高，将出现训练时间长和不易收敛的

问题。针对用户窃电异常行为检测问题，文献［２２］
提出了深度自编码器高斯混合模型（ｄｅｅｐａｕｔｏｅｎｃｏ
ｄｅｒＧａｕｓｓｉａｎｍｉｘｔｕｒｅｍｏｄｅｌ，ＤＡＧＭＭ），利用压缩网
络提取数据潜在特征，但由于压缩网络可能会引起

特征丢失，并不能较好地保留原始特征空间的拓
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扑，从而降低了数据异常检测的查全率。文献［２３］
提出了多尺度卷积循环编码器解码器结构，构造特
征矩阵编码与解码重构，对长可变的时序序列具有

较好的泛化能力。已有研究表明，虽然Ｔｒａｎｓｆｏｒｍｅｒ
的掩码多头注意力层能对时间趋势性进行一定程

度的推理，但是难以提取负荷异常时刻或时段前后

数据的相关性特征［２４］。总而言之，当前基于深度学

习的数据异常检测方法研究主要致力于优化模型

结构、设计异常诊断机制以及改进模型训练机制，

以期在模型复杂度、训练难度、推理速度、异常检测

精确率以及泛化能力上取得较好平衡。

考虑到不同负荷数据的异常时间尺度与变化

趋势往往不同，即提取特征时既要关注异常持续时

间又要关注突变程度。文中首先厘清电力负荷数

据异常分类、原因及其特征，明确电力负荷数据异

常检测技术需求。然后，为更好地捕捉负荷数据的

趋势特征并提高异常检测的准确性，拟通过改进传

统Ｔｒａｎｓｆｏｒｍｅｒ编码器结构，依托 ＧＡＮ生成器与判
别器的博弈机制，提出一种改进的 ＧＡＮＴｒａｎｓｆｏｒｍｅｒ
模型。最后，通过算例对所提电力负荷数据异常检

测模型的有效性与优越性开展分析验证。

１　电力负荷数据异常分类

电力负荷包括发电负荷、供电负荷以及用电负

荷，通常具有周期性、自相关性与趋势性等典型特

征。受极端天气、生产生活以及设备故障等不确定

性因素影响，电力负荷又呈现出随机性、波动性及

突变性等特征［２５］，电力负荷数据往往会出现异常跳

变，表现为波动异常与极值异常，如图 １所示。其
中，横坐标为每隔１０ｍｉｎ采集一次的数据点。

波动异常负荷曲线表现为短时间内出现大量

毛刺且波动频繁，与正常的负荷波动规律相比有显

著跳变。极值异常负荷曲线表现为负荷数据极值

异常，在一定时间内（持续时间通常为分钟级）出现

负荷尖峰、谷值或较大的峰谷差，破坏了曲线相似

性与周期性。其中，波动异常的负荷数据通常由内

部噪声或外界干扰引起，易在极端天气以及人为操

作失误的场景下产生；极值异常的负荷数据通常由

采集数据在某时刻缺损引起，易在切负荷停电、设

备（变压器、电缆、保护装置等）故障、数据采集与传

输干扰以及用户窃电的场景下产生。

２　ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型原理

２．１　Ｔｒａｎｓｆｏｒｍｅｒ模型
首先，依靠Ｔｒａｎｓｆｏｒｍｅｒ架构的自注意力机制提

图１　电力负荷数据异常示意
Ｆｉｇ．１　Ａｎｏｍａｌｙｓｃｈｅｍａｔｉｃｏｆｐｏｗｅｒｌｏａｄｄａｔａ

取负荷数据中各元素的时间相关性。Ｔｒａｎｓｆｏｒｍｅｒ由
Ｎ个编码器和解码器组合而成，单个编码器与解码
器的结构如图２所示。其中，ｈ１、ｈ２、ｈ３为多头注意
力层和掩码多头注意力层的多个特征输入。

图２　Ｔｒａｎｓｆｏｒｍｅｒ模型结构
Ｆｉｇ．２　ＳｔｒｕｃｔｕｒｅｏｆＴｒａｎｓｆｏｒｍｅｒｍｏｄｅｌ
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解码器采用掩码多头注意力层，确保解码器只

关注ｔ－１时刻数据对 ｔ时刻数据的特征映射，而不
会引入 ｔ＋１时刻的数据信息。与解码器相比，编码
器主要由多头注意力层和前馈网络构成，多头注意

力层可以使模型同时关注多个局部特征。为避免

网络加深引起的序列过拟合问题，模型中引入了残

差连接。

Ｔｒａｎｓｆｏｒｍｅｒ模型的多头注意力层可针对位置编
码矩阵使用多组 ＷＱ，ｉ、ＷＫ，ｉ、ＷＶ，ｉ得到多组 Ｑ矩阵、
Ｋ矩阵、Ｖ矩阵，从而对输入信息进行高低权重分
配。ＷＱ，ｉ、ＷＫ，ｉ、ＷＶ，ｉ为多头映射过程中的权重矩阵，

其中ＷＱ，ｉ∈瓗
ｄｍｏｄｅｌ×ｄｋ、ＷＫ，ｉ∈瓗

ｄｍｏｄｅｌ×ｄｋ、ＷＶ，ｉ∈瓗
ｄｍｏｄｅｌ×ｄｖ，

ｉ∈ {１，２，３}为注意力机制头的数量，且 ｄｋ＝ｄｖ＝
ｄｍｏｄｅｌ／３＝６４。

每组Ｑ矩阵、Ｋ矩阵、Ｖ矩阵通过不同的线性
变换分别得到一个Ｚ矩阵，将得到的多个 Ｚ矩阵进
行拼接。多头注意力层的计算过程可表示为：

ｈｉ＝ｆＡｔｔｅｎｔｉｏｎ（ＱＷＱ，ｉ，ＫＷＫ，ｉ，ＶＷＶ，ｉ）

ｆＭｕｌｔｉＨｅａｄ（Ｑ，Ｋ，Ｖ）＝ｆＣｏｎｃａｔ（ｈ１，ｈ２，ｈ３）ＷＯ{ （１）

式中：ｆＡｔｔｅｎｔｉｏｎ（·）为多头映射过程函数；ｆＭｕｌｔｉＨｅａｄ（·）、
ｆＣｏｎｃａｔ（·）为多头注意力层运算过程函数；ＷＯ∈
瓗ｉｄｖ×ｄｍｏｄｅｌ为参与多头注意力层运算过程的参数向量。
２．２　ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型

考虑区域电力系统中存在多个节点，采集的数

据为多变量时间序列。定义ｘ为电力系统中节点采
集的负荷数据，Ｗ＝ ｘ１，ｘ２，…，ｘｔ{ }，ｘｔ∈瓗

ｍ，ｔ＝１，
２，…，Ｎ，ｘ为大小为 ｍ的向量，即该序列有 ｍ个节
点特征。ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型结构如图３所示。

图３　ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型结构
Ｆｉｇ．３　ＳｔｒｕｃｔｕｒｅｏｆＧＡＮＴｒａｎｓｆｏｒｍｅｒｍｏｄｅｌ

生成器１用于生成包含负荷数据异常焦点分数
与位置编码信息特征的重构序列。依托Ｔｒａｎｓｆｏｒｍｅｒ
生成器架构，将焦点分数与位置编码信息作为输

入，输出为输入序列的重构数据Ｉ１，３。在生成器１的
正向传播过程中，焦点分数初始值以零向量形式与

位置编码信息Ｉ１共同作为多头注意力层的输入，输
出记为Ｉ１，１；再将Ｉ１与Ｉ１，１共同经过残差连接和归一
化层，输出记为Ｉ１，２；输入 Ｉ１，２依次至前馈网络、第二
个残差连接和归一化层，经过 ＲｅＬＵ激活函数线性
变换以及残差连接操作输出 Ｉ１，３。将生成器 １表
示为：

Ｉ１，１＝ｆＭＨ（Ｉ１，Ｉ１，Ｉ１）

Ｉ１，２＝ｆＬａｙｅｒＮｏｒｍ（Ｉ１＋Ｉ１，１）

Ｉ１，３＝ｆＬａｙｅｒＮｏｒｍ（Ｉ１，２＋ｆＦＦＮ（Ｉ１，２））
{ （２）

式中：ｆＭＨ（Ｉ１，Ｉ１，Ｉ１）为对拼接后的输入矩阵Ｉ１进行
多头注意力操作；ｆＦＦＮ（Ｉ１，２）为对输入矩阵 Ｉ１，２进行
前馈网络操作；ｆＬａｙｅｒＮｏｒｍ（·）为对每一层的输入值进
行归一化处理。

生成器２用于重构输入电力负荷序列。在生成
器２的正向传播过程中，将电力负荷序列与位置编
码信息 Ｉ２作为输入，通过首个多头注意力层，输出
记为Ｉ２，１；将Ｉ２与Ｉ２，１输入第一个残差连接和归一化
层，输出记为Ｉ２，２；Ｉ２，２经过第二层的多头注意力层以
及残差连接和归一化层的操作后，输出记为 Ｉ２，３。
将生成器２表示为：

Ｉ２，１＝ｆＭＨ（Ｉ２，Ｉ２，Ｉ２）

Ｉ２，２＝ｆＬａｙｅｒＮｏｒｍ（Ｉ２＋Ｉ２，１）

Ｉ２，３＝ｆＬａｙｅｒＮｏｒｍ（Ｉ２，２＋ｆＭＨ（Ｉ２，２，Ｉ２，２，Ｉ２，２））
{ （３）

判别器 １与判别器 ２由位置前馈网络和
Ｓｉｇｍｏｉｄ激活函数构成。第一阶段的判别器 １和判
别器２分别表示为：

Ｏ１＝ｆＳｉｇｍｏｉｄ（ｆＦＦＮ（Ｉ１，３））

Ｗ^＝ｆＳｉｇｍｏｉｄ（ｆＦＦＮ（Ｉ２，３））{ （４）

第二阶段判别器２表示为：
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Ｏ^２＝ｆＳｉｇｍｏｉｄ（ｆＦＦＮ（Ｉ２，３）） （５）

式中：Ｏ１为第一阶段判别器１输出结果；Ｗ^为第一

阶段判别器２输出结果；Ｏ^２为第二阶段判别器２输
出结果；ｆＳｉｇｍｏｉｄ（·）为激活函数。
２．２．１　分阶段映射与训练

运用分阶段多次映射的思想对模型进行训练。

以两阶段映射为例，将第一阶段映射的输出作为第

二阶段的输入。为得到初始重构负荷序列，第一阶

段定义为模型映射阶段，将焦点分数初始值０经过
位置编码后输入至生成器１中，生成器１与生成器
２的输出共同作为判别器１的输入，判别器 １输出
重构序列Ｏ１。同时将电力负荷历史数据序列 Ｗ经
过位置编码后输入至生成器２中，生成器１的输出
将作为生成器２多头注意力层的部分输入，生成器
２的输出作为判别器２的输入，此时判别器 ２的输

出结果对应为第一阶段重构序列 Ｗ^。
为得到更优的重构负荷序列，第二阶段定义为

模型训练与重映射阶段。基于第一阶段映射，模型

完成对抗训练后再进行重映射。将第一阶段中判

别器１的重构损失Ｌ１，（１）作为第二阶段的焦点分数，
经过位置编码后再次输入至生成器１。同时将第一

阶段重构序列 Ｗ^经过位置编码后再次输入至生成
器２，此时判别器 ２的输出结果为第二阶段重构序

列 Ｏ^２，将其作为最终的负荷时序序列重构结果。
２．２．２　损失函数

模型在第一阶段的目标是生成和输入负荷数

据分布一致的重构序列。将重构损失结果作为焦

点分数，促使生成器关注趋势异常的子序列。

定义第一阶段判别器１和判别器２的重构损失
函数为Ｌ１，（１）和Ｌ２，（１）分别为：

Ｌ１，（１）＝‖Ｏ１－Ｗ‖２

Ｌ２，（１）＝‖Ｗ^－Ｗ‖２{ （６）

模型在第二阶段进行模型训练与重映射，定义

第二阶段判别器 １和判别器 ２的重构损失函数为
Ｌ１，（２）和Ｌ２，（２）分别为：

Ｌ１，（２）＝＋‖Ｏ^２－Ｗ‖２

Ｌ２，（２）＝－‖Ｏ^２－Ｗ‖２{ （７）

将第一阶段和第二阶段的判别器１和判别器２
的损失函数相结合，得出模型的整体损失函数 Ｌ１和
Ｌ２分别为：

Ｌ１＝ε
－ｎ‖Ｏ１－Ｗ‖２＋（１－ε

－ｎ）‖Ｏ^２－Ｗ‖２

Ｌ２＝ε
－ｎ‖Ｗ^－Ｗ‖２－（１－ε

－ｎ）‖Ｏ^２－Ｗ‖２{ （８）

式中：ｎ为模型训练次数；ε为超参数，一般取值接
近１。
２．２．３　异常数据检测机制

为了准确识别输入负荷数据中的异常点，将输

入负荷数据与模型第一阶段重构序列 Ｗ^进行对比，
引入异常得分和异常诊断标签用于检测异常数据。

定义异常得分为两阶段重构序列和输入数据的 Ｌ２
范数之和，异常得分越高表示此处负荷数据异常偏

差越大。定义异常诊断标签为某个时间点的异常

分数，该时间点判断依据为异常分数大于设置阈

值。使用峰值超过阈值（ｐｅａｋｓｏｖｅｒｔｈｒｅｓｈｏｌｄ，ＰＯＴ）
的方法来自动和动态地选择阈值。

ｓｔ＝
１
２‖
Ｏ１－Ｗ^‖２＋

１
２‖
Ｏ^２－Ｗ^‖２

ｙｔ＝１　ｓｔ≥ｆＰＯＴ（ｓｔ）
{ （９）

式中：ｓｔ为异常得分；ｆＰＯＴ为使用ＰＯＴ方法设置的阈
值；ｙｔ为异常诊断标签，ｙｔ＝１为ｔ时刻数据的异常
标签，ｙｔ＝０为ｔ时刻数据的正常标签。

３　电力系统负荷数据异常检测实现

３．１　实现流程
基于ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型的电力系统负荷异

常检测的实现流程如图４所示，主要步骤为：
（１）获取包含丰富异常特征的典型电力系统负

荷历史数据，且将采集的电力负荷历史数据分为训

练样本集和测试样本集，对训练样本进行归一化

处理；

（２）将训练样本集作为模型的输入，设置超参
数与训练次数，完成模型训练；

（３）将测试样本集作为模型的输入，将模型输
出结果根据异常检测机制进行异常诊断，判断是否

为异常数据；

（４）通过质量评估对测试结果与模型检测性能
进行综合评价分析。

图４　基于ＧＡＮＴｒａｎｓｆｏｒｍｅｒ电力负荷异常检测流程
Ｆｉｇ．４　Ｐｏｗｅｒｌｏａｄａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｐｒｏｃｅｓｓ

ｂａｓｅｄｏｎＧＡＮＴｒａｎｓｆｏｒｍｅｒ

３．２　检测性能评估指标
使用精确率 Ｐ、召回率 Ｒ和 Ｆ１值来综合评估

ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型的数据异常检测性能：
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Ｐ＝
ＴＰ

ＴＰ＋ＦＰ
（１０）

Ｒ＝
ＴＰ

ＴＰ＋ＦＮ
（１１）

Ｆ１＝
２ＰＲ
Ｐ＋Ｒ

（１２）

式中：ＴＰ为实际检测出的异常样本数量（检测值为
１，真实值为１）；ＦＰ为检测为异常但实际非异常的样
本数量（检测值为１，真实值为０）；ＦＮ为未被检测出
的异常样本数量（检测值为０，真实值为１）。

４　电力系统负荷数据异常检测实验分析

４．１　数据预处理
对负荷数据集进行归一化处理。采用最大最

小归一化法，将输入的训练样本数据与输出的电力

负荷重构数据均按等比例缩放，转换至［０，１］的无
量纲归一化值。

ｘｔ ＝
ｘｔ－ｍｉｎ（ｘ）

ｍａｘ（ｘ）－ｍｉｎ（ｘ）＋ε′
（１３）

式中：ｘｔ 为ｔ时刻的训练样本数据ｘｔ进行归一化后
的向量；ｍｉｎ（·）、ｍａｘ（·）分别为时间序列中的最小
值和最大值函数；ε′为一个常数向量。
４．２　检测结果及分析评估

为验证ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型在电力负荷数据
异常检测方面的有效性，基于Ｐｙｔｈｏｎ３．８解释器、
Ｐｙｃｈａｒｍ２０２２．２编译环境、ｉ５１２４００Ｆ计算机处理器、
３２Ｇ内存以及Ｗｉｎｄｏｗｓ１０操作系统搭建实验环境。
数据集来源于某供电台区历史供电负荷数据与用

电负荷数据，数据采集时间间隔为３０ｓ，时间跨度为
９０ｄ，覆盖波动异常与极值异常 ２种典型特征。按
照７∶３的比例随机分为训练集和测试集。模型训练
结束后，从测试集中随机抽取 ３ｄ的数据进行异常
检测结果分析，如图５、图６所示。

图５　供电负荷数据异常检测结果
Ｆｉｇ．５　Ｐｏｗｅｒｌｏａｄｄａｔａａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓ

图５与图６中横坐标均为按等间隔时间 ３０ｓ
采集的电力负荷数据量，纵坐标分别为 ＧＡＮ

图６　用电负荷数据异常检测结果
Ｆｉｇ．６　Ｅｌｅｃｔｒｉｃｉｔｙｌｏａｄｄａｔａａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓ

Ｔｒａｎｓｆｏｒｍｅｒ模型电力负荷数据归一化后区间为
［０，１］的重构输出与异常数据诊断得分。为便于理
解，图５中采用灰色阴影表示负荷异常出现的区域。
异常得分曲线下端由不同阶段的ＰＯＴ组成，得分高
于阈值的柱状曲线表示该点可能存在负荷异常，同

时柱状曲线的幅值越大表示异常得分越高。

为深入分析图５所示的供电负荷数据异常检测
结果，以负荷数据极值异常为例，放大图５的局部信
息，得出重构电力数据与历史负荷数据的明显对比

结果，如图７所示，可知 ＧＡＮＴｒａｎｓｆｏｒｍｅｒ能够准确
检测识别出供电负荷数据中的极值异常。

图７　供电负荷数据异常检测结果细节
Ｆｉｇ．７　Ｄｅｔａｉｌｓｏｆｐｏｗｅｒｌｏａｄｄａｔａａｎｏｍａｌｙ

ｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓ
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为深入分析图６所示的用电负荷数据异常检测
结果，以负荷数据极值异常为例，放大图６中的局部
历史负荷数据与重构负荷数据信息，得到图８（ａ）所
示的极值异常检测结果明细图；以负荷数据波动异

常为例，放大图６中的局部历史负荷数据与重构负
荷数据信息，得到图８（ｂ）所示的波动异常检测结果
明细图。图８中，由判别器２生成的重构数据能够
较好地捕捉给定电力负荷曲线变化特征。无论是

历史用电负荷数据与模型重构序列，还是异常得分

结果，ＧＡＮＴｒａｎｓｆｏｒｍｅｒ均能够准确检测识别出用电
负荷数据中的极值异常与波动异常。

图８　用电负荷数据异常检测结果细节
Ｆｉｇ．８　Ｄｅｔａｉｌｓｏｆｅｌｅｃｔｒｉｃｉｔｙｌｏａｄｄａｔａａｎｏｍａｌｙ

ｄｅｔｅｃｔｉｏｎｒｅｓｕｌｔｓ

４．３　算法对比分析
为了验证 ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型对负荷数据异

常检测的优越性，将其与 ＯｍｎｉＡｎｏｍａｌｙ、ＬＳＴＭＮＤＴ、
ＭＡＤＧＡＮ、ＤＡＧＭＭ、无监督异常检测（ｕｎｓｕｐｅｒｖｉｓｅｄ
ａｎｏｍａｌｙｄｅｔｅｃｔｉｏｎ，ＵＳＡＤ）以及 Ｔｒａｎｓｆｏｒｍｅｒ等对照模
型进行异常检测对比实验分析，且各模型训练次数

均设置为５００次。表１和表２分别为供电负荷数据
和用电负荷数据在不同模型下的检测结果。

　　分析供电负荷数据异常检测结果，表１中ＧＡＮ
Ｔｒａｎｓｆｏｒｍｅｒ模型的检测精确率为０．９４９２，相比其他

表１　不同模型训练供电负荷数据的对比实验结果

Ｔａｂｌｅ１　Ｃｏｍｐａｒａｔｉｖｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｏｆｐｏｗｅｒ
ｌｏａｄｄａｔａｆｒｏｍｄｉｆｆｅｒｅｎｔｍｏｄｅｌｔｒａｉｎｉｎｇ

模型 Ｐ Ｒ Ｆ１ 单次训练时间／ｓ

ＯｍｎｉＡｎｏｍａｌｙ ０．４７３５ ０．６６３４ ０．５５２１ １０．５４

ＬＳＴＭＮＤＴ ０．８４５４ ０．９８４６ ０．９０９７ ３．１１

ＭＡＤＧＡＮ ０．８５１９ ０．９５９９ ０．９０２６ １０．３０

ＤＡＧＭＭ ０．８２４３ ０．９９９９ ０．９０３７ ７．００

ＵＳＡＤ ０．８４０９ ０．９９９９ ０．９１３５ ７．９０

Ｔｒａｎｓｆｏｒｍｅｒ ０．７４６９ ０．８６３５ ０．８０１０ ６．００

ＧＡＮＴｒａｎｓｆｏｒｍｅｒ ０．９４９２ ０．９３８４ ０．９４３７ ２．３０

表２　不同模型训练用电负荷数据的对比实验结果

Ｔａｂｌｅ２　Ｃｏｍｐａｒａｔｉｖｅｅｘｐｅｒｉｍｅｎｔａｌｒｅｓｕｌｔｓｏｆｅｌｅｃ
ｔｒｉｃｉｔｙｌｏａｄｄａｔａｆｒｏｍｄｉｆｆｅｒｅｎｔｍｏｄｅｌｔｒａｉｎｉｎｇ

模型 Ｐ Ｒ Ｆ１ 单次训练时间／ｓ

ＯｍｎｉＡｎｏｍａｌｙ ０．７９６５ ０．８５２３ ０．８２３４ １０．５４

ＬＳＴＭＮＤＴ ０．５０１３ ０．６５５１ ０．５６８０ ３．１１

ＭＡＤＧＡＮ ０．８９６７ ０．８６７７ ０．８８２０ １２．３０

ＤＡＧＭＭ ０．８６８２ ０．９７９９ ０．９２０６ ７．００

ＵＳＡＤ ０．９２６１ ０．９１９９ ０．９２２９ ７．９０

Ｔｒａｎｓｆｏｒｍｅｒ ０．７６５２ ０．８６９９ ０．８１４１ ６．００

ＧＡＮＴｒａｎｓｆｏｒｍｅｒ ０．９７６２ ０．９２６４ ０．９５０６ ２．３０

模型精确率提高了１０％～２０％。ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模
型的召回率为０．９３８４，略低于其他模型，表明其对
异常数据的查全率较低，进而表明模型的异常误检

率也较低。针对用电负荷数据检测与识别，表２中
ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型的检测精确率为０．９７６２，相比
于其他模型仍然具有优势。此时，ＧＡＮＴｒａｎｓｆｏｒｍｅｒ
模型的召回率为０．９２６４，与其他模型相比拥有相似
的查全率。综合分析精确率和召回率结果，表１中
ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型的 Ｆ１值为 ０．９４３７，表 ２中
ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型的 Ｆ１值为 ０．９５０６，均明显高
于对照模型且最接近１。分析不同模型的训练时间
可以得出，ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型在训练次数相同、
训练时间减少了７０％的情况下，异常检测精确率明
显提升，模型综合表现更优。

５　结语

针对电力负荷数据异常检测的相关问题，首先

将电力负荷数据异常按照波动异常与极值异常进

行合理分类，并分析不同异常现象的负荷数据；其

次，在 Ｔｒａｎｓｆｏｒｍｅｒ与 ＧＡＮ的框架下提出了一种基
于ＧＡＮＴｒａｎｓｆｏｒｍｅｒ的改进模型，给出了模型的详细
框架和生成器、判别器以及损失函数的数学表达；

然后，将特征映射与训练过程分为２个阶段，将第一
阶段的输出作为第二阶段的输入，促使模型所得到
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的重构负荷序列能更好地刻画电力负荷数据趋势

变化特征，并通过设计焦点分数打分机制实现负荷

数据异常诊断。算例分析结果表明，与对照模型相

比，ＧＡＮＴｒａｎｓｆｏｒｍｅｒ模型在负荷数据异常检测精确
率、召回率、Ｆ１值以及训练时间方面均具有更优的
性能，从而表明了所提模型的有效性和优越性。

虽然文中所提模型对电力负荷时序序列的检

测准确性有一定的改进和提高，但针对电力负荷多

变量时序序列检测、模型推理速度以及泛化能力尚

待进一步深入研究。文中的研究工作为进一步基

于深度学习实现电力负荷数据异常分类与异常数

据修复提供了一定的理论与实践支撑。
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