
ＤＯＩ：１０．１２１５８／ｊ．２０９６３２０３．２０２３．０５．０１６

２０２３年９月 ＥｌｅｃｔｒｉｃＰｏｗｅｒＥｎｇｉｎｅｅｒｉｎｇＴｅｃｈｎｏｌｏｇｙ 第４２卷　第５期

基于 ＡｔｔｅｎｔｉｏｎＬＳＴＭ与多模型集成的短期负荷预测方法
朱继忠１，苗雨旺１，董朝阳２，董瀚江１，陈梓瑜１，李盛林１

（１．华南理工大学电力学院，广东 广州 ５１０６４１；
２．南洋理工大学电气工程学院，新加坡 ６３９７９８）

摘　要：目前深度学习技术发展快速，针对其在短期负荷预测任务中处理离散数据效果较差以及泛化性不佳的问
题，提出一种基于注意力机制的长短期记忆网络（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｎｅｔｗｏｒｋｗｉｔｈａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ，Ａｔｔｅｎｔｉｏｎ
ＬＳＴＭ）与Ｓｔａｃｋｉｎｇ多模型集成的负荷预测方法，可以兼顾二者优势。首先，利用均值编码的方式处理离散特征，接
着应用ＡｔｔｅｎｔｉｏｎＬＳＴＭ对负荷数据进行特征提取，再将处理后的数据一同输入到基于 Ｓｔａｃｋｉｎｇ的多模型集成预测
模型中，通过３种基学习器对输入特征进行分析处理，最终通过元学习器完成预测。算例使用２个数据集中的实
际负荷数据进行分析，对２个数据集中的负荷数据分别进行预测，并与门控学习单元、轻量级梯度提升机、支持向
量机方法进行对比。仿真结果表明，所提方法在２个数据集的预测精度均能够超过９８％，比其他３种方法的预测
精度更高。
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０　引言

短期电力负荷预测是电力系统规划、用电、调

度等方面的重要基础工作。由于电能需求的实时

性以及电能难以大量储存的特点，维持电能的供需

平衡十分重要，因此准确、合理的负荷预测能为电

力系统的优化调度、安全运行与合理定价等决策提

供关键的数据支撑［１］，且能有效提高经济效益，促

进电能消纳。

目前主流的预测方法主要分为两大类：一类是

统计方法，如线性回归法、指数平滑法、自回归移动

平均法等，这类方法原理简单，容易实现，但当样本

数据较为复杂时，预测效果一般；另一类是人工智

能算法，包括支持向量机（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，
ＳＶＭ）、人工神经网络 （ａｒｔｉｆｉｃｉａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，
ＡＮＮ）等传统人工智能方法，但这些方法对时间序
列的处理效果较差，在对较长时间序列进行预测时

效果不理想。人工智能算法还包括如今逐渐兴起

的现代人工智能算法，其中的深度学习方法可以有

效解决以上问题。

主流的深度学习方法主要有卷积神经网络

（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋｓ，ＣＮＮ）［２］、长短期记忆
（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）网络等。ＣＮＮ主要
被用于计算机视觉［３］、自然语言处理等方面［２］，而

以 ＬＳＴＭ为代表的现代循环神经网络（ｒｅｃｕｒｒｅｎｔ
ｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＮＮ）在被用于负荷预测时，可以对
负荷数据的抽象特征进行提取以减少数据的复杂

度［４］，达到兼顾负荷数据的时序性与非线性因素的

效果［５］。文献［６］基于双向 ＬＳＴＭ建立了短期负荷
预测模型，对新能源电网负荷进行预测；文献［７］建
立了基于ＬＳＴＭ的递归神经网络，对不同用电群体
分别进行预测。但当输入特征含有非连续的离散

数据时，ＬＳＴＭ的预测精度会受到影响［８］，并且使用

单一模型预测也会产生泛化性不佳的问题。

针对处理离散数据精度会受到影响的问题，第

一，可以通过引入注意力机制进行处理。文献［９］
提出了一种基于残差网络、ＬＳＴＭ和注意力机制的
多任务学习模型，实现了对共享特征不同程度的关

注。文献［１０］提出了一种基于注意力机制的 ＬＳＴＭ
网络（ＬＳＴＭｎｅｔｗｏｒｋｗｉｔｈａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ，Ａｔｔｅｎ
ｔｉｏｎＬＳＴＭ）模型，在 ４种不同类型的负荷场景下进
行实验，验证了该模型的有效性。第二，可以使用

新的编码方式进行解决。在目前的预测任务中，大

多使用独热编码处理离散数据，但当离散数据较多

时，输入特征维数会过高［１１］，从而导致收敛速度减

慢，预测精度降低，而均值编码可以有效解决这些

问题，提高预测性能。

针对使用单一模型进行预测具有泛化性不佳

的问题，集成学习方法可以集成多个决策树模型进

行预测，以此提高泛化能力。文献［１２］提出了一种
基于随机森林（ｒａｎｄｏｍｆｏｒｅｓｔ，ＲＦ）的负荷预测方法。
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文献［１３］利用极限梯度提升树（ｅｘｔｒｅｍｅｇｒａｄｉｅｎｔ
ｂｏｏｓｔｉｎｇ，ＸＧＢｏｏｓｔ）建立了预测模型，并对多种信息
进行融合，之后进行预测。但决策树属于学习能力

较弱的模型，并且也缺乏对时间序列的处理能力，

因此一些学者提出了组合预测的方法。文献［１４］
提出了基于ＣＮＮ与ＬＳＴＭ的预测模型，但预测环节
依旧是ＬＳＴＭ单独完成。文献［１５］提出了一种基于
ＸＧＢｏｏｓｔ与ＬＳＴＭ的组合预测模型，但对于指定的负
荷序列仍然使用单个方法进行预测。

近年来，集成学习中的Ｓｔａｃｋｉｎｇ方法逐渐兴起。
Ｓｔａｃｋｉｎｇ由于其特殊的模型结构，可以通过交叉验
证的方法同时训练多个模型［１６１７］，相较于一般的组

合模型有更好的预测性能与更强的泛化能力。文

献［１８］提出了一种基于多模型融合的Ｓｔａｃｋｉｎｇ集成
学习预测方法，取得了良好的预测效果，但 ＬＳＴＭ只
是被用于训练基学习器，没有充分发挥其处理时间

序列的优势。

针对处理离散数据方面的问题以及泛化性不

佳的问题，文中提出一种基于 ＡｔｔｅｎｔｉｏｎＬＳＴＭ与
Ｓｔａｃｋｉｎｇ多模型集成的短期负荷预测方法。该方法
在数据处理方面，采用均值编码处理离散数据；在

特征提取方面，使用 ＡｔｔｅｎｔｉｏｎＬＳＴＭ充分提取负荷
数据的特征，然后将处理后的序列与其他的输入特

征组成新的特征向量；在预测模型方面，采用

Ｓｔａｃｋｉｎｇ集成学习预测模型，通过集成多个模型进
行训练，得到最终的预测结果。所提方法可以兼顾

三者优势，取得较好的预测效果。

１　模型原理

１．１　注意力机制
注意力机制是一种通过模拟人类大脑处理信

息的方式［１９］，近些年逐渐被用于深度学习领域。借

鉴人脑的注意力机制，使模型聚焦于更为重要的特

征信息，在模型训练时为其分配更大的权重比例，

而对于相对不重要的信息则分配较小的权重，以此

降低对次要信息的敏感度，从而在模型计算能力有

限的情况下提高模型对数据的处理能力。注意力

机制的计算过程如图１所示。具体过程可分为如下
三步。

（１）计算注意力分数 Ｓｉ。图 １中，Ｘ＝（Ｘ１，
Ｘ２，…，Ｘｎ）为输入向量；ｑ为查询向量。通过注意力
评分函数来计算每个输入向量与查询向量的相关

性，最常用的评分函数为点积函数，其公式为：

Ｓｉ＝Ｘ
Ｔ
ｉｑ （１）

（２）计算注意力分布权重 αｉ。使用 Ｓｏｆｔｍａｘ函

图１　注意力机制的计算过程
Ｆｉｇ．１　Ｔｈｅｃａｌｃｕｌａｔｉｏｎｐｒｏｃｅｓｓｏｆ

ｔｈｅａｔｔｅｎｔｉｏｎｍｅｃｈａｎｉｓｍ

数将注意力分数Ｓｉ归一化到［０，１］范围内。

αｉ＝Ｓｏｆｔｍａｘ（Ｓｉ）＝ｅｘｐ（Ｓｉ）∑
ｎ

ｉ＝１
ｅｘｐ（Ｓｉ）（２）

（３）计算最终的注意力输出向量Ｆ。根据注意
力分布权重 αｉ，对输入数据进行加权平均，得到最
终的输出。

Ｆ＝∑
ｎ

ｉ＝１
αｉＸｉ （３）

１．２　ＬＳＴＭ网络模型
ＬＳＴＭ网络模型是在传统的 ＲＮＮ基础上进行

改进，可以缓解ＲＮＮ中由于连续矩阵乘积导致的梯
度消失或梯度爆炸问题［２０］，是如今应用最为广泛的

一种现代 ＲＮＮ模型。ＬＳＴＭ网络在 ＲＮＮ的基础上
引入了记忆元，能较好地处理过去的信息［２１］，且为

了控制记忆元，采用状态门来调节各记忆元的输

出，其网络结构如图２所示。

图２　ＬＳＴＭ网络结构
Ｆｉｇ．２　ＬＳＴＭｎｅｔｗｏｒｋｓｔｒｕｃｔｕｒｅ

图２中各部分的计算公式如下。
Ｉｔ＝ｆ（ＸｔＷｘｉ＋Ｈｔ－１Ｗｈｉ＋ｂｉ） （４）
Ｆｔ＝ｆ（ＸｔＷｘｆ＋Ｈｔ－１Ｗｈｆ＋ｂｆ） （５）
Ｏｔ＝ｆ（ＸｔＷｘｏ＋Ｈｔ－１Ｗｈｏ＋ｂｏ） （６）

Ｍｔ＝ｔａｎｈ（ＸｔＷｘｍ ＋Ｈｔ－１Ｗｈｍ ＋ｂｍ） （７）
Ｃｔ＝Ｆｔ⊙Ｃｔ－１＋Ｉｔ⊙Ｍｔ （８）
Ｈｔ＝Ｏｔ⊙ｔａｎｈ（Ｃｔ） （９）
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式中：Ｉｔ、Ｆｔ、Ｏｔ、Ｍｔ分别为输入门、遗忘门、输出门
和候选记忆单元；Ｘｔ、Ｃｔ、Ｈｔ分别为ｔ时刻的输入、记
忆元输出与隐状态；Ｗｘｉ、Ｗｘｆ、Ｗｘｏ、Ｗｘｍ和 Ｗｈｉ、Ｗｈｆ、
Ｗｈｏ、Ｗｈｍ分别为与 Ｘｔ和 Ｈｔ－１相乘的权重矩阵；ｂｉ、
ｂｆ、ｂｏ、ｂｍ为权重偏置；ｆ（·）为ｓｉｇｍｏｉｄ函数；⊙ 表示
哈达玛积，即２个同阶矩阵对应矩阵元素相乘。

由式（８）可知，ｔ时刻的记忆元输出 Ｃｔ主要受
Ｃｔ－１与 Ｍｔ两部分影响，Ｉｔ控制采用 Ｍｔ中的新数据
数量，Ｆｔ控制保留在记忆元Ｃｔ－１中的旧数据数量，以
此达到兼顾当前与过去数据的目的。

１．３　Ｓｔａｃｋｉｎｇ多模型融合方法
Ｓｔａｃｋｉｎｇ是一种融合多个学习器训练模型的方

法，其基本思想为：使用原始的训练数据来训练数

个基学习器，再将基学习器的输出组成一个新的数

据集来训练元学习器。基于 Ｓｔａｃｋｉｎｇ的多模型融合
方法通过组合多个预测模型来获得更加优越的预

测性能，同时也使得模型具有良好的泛化性能［２２］。

目前应用比较普遍的Ｓｔａｃｋｉｎｇ集成学习模型原理如
图３所示。

图３　Ｓｔａｃｋｉｎｇ集成学习模型原理
Ｆｉｇ．３　ＰｒｉｎｃｉｐｌｅｏｆＳｔａｃｋｉｎｇｅｎｓｅｍｂｌｅｌｅａｒｎｉｎｇｍｏｄｅｌ

由图３可知，该模型共有２层，第一层由Ｎ个不
同的基学习器组成，第二层由一个元学习器构成。

基于Ｓｔａｃｋｉｎｇ多模型融合的预测流程如下。
（１）划分数据集。先将原始数据集划分为训练

集Ｄ与测试集 Ｄｔ，再将训练集 Ｄ分为 Ｎ个子数据
集，记为Ｄ１、Ｄ２、…、ＤＮ。

（２）训练第一层模型。设 Ｄ（－ｊ）＝Ｄ－Ｄｊ，Ｄ（－ｊ）、
Ｄｊ分别为第 ｊ个方法 Ａｊ训练所用的训练集与验证
集。以交叉验证的方法对第一层模型进行训练，给

定Ｎ个不同的训练方法，训练得出基学习器 Ｌｎ，其
中ｎ＝１，２，…，Ｎ。

（３）生成新的数据集。设 Ｚｎ为基学习器 Ｌｎ输
出的预测结果，在交叉验证结束后，可以将 Ｎ个预
测结果组合成新的数据集，即：

Ｄ′＝ Ｚ１，Ｚ２，…，ＺＮ，Ｄｔ{ } （１０）
将原始的数据集替换为Ｄ′，进行下一层训练。
（４）训练第二层模型。将第一层模型输出的全

新数据集Ｄ′作为第二层模型的输入，再通过第二层
的预测方法Ａ′来训练元学习器Ｌ′，进而得出最终的
预测结果。

２　基于ＡｔｔｅｎｔｉｏｎＬＳＴＭ与Ｓｔａｃｋｉｎｇ的融合
预测模型

　　ＬＳＴＭ神经网络可以通过门控记忆元较好地处
理负荷特征，相较于传统的机器学习方法，能更好

地处理时间序列，充分地利用历史负荷数据提取负

荷数据中的特征。但ＬＳＴＭ网络同样具有一定的局
限性，一是在处理离散数据时，由于离散数据不能

用时间序列表示，门控记忆元对其处理效果较差，

从而导致收敛速度变慢，精度也受到影响；二是使

用单一模型进行预测时，由于负荷预测问题的假设

空间很大，有限的样本会存在多个假设与训练集相

同的情况，从而导致模型泛化性不佳的问题［１６］。

针对问题一，文中在 ＬＳＴＭ网络的基础上引入
注意力机制，使得模型在训练时更加聚焦于对负荷

变化影响较大的关键信息，为其分配更大的权重，

以此对负荷数据进行特征提取；然后采用均值编码

处理离散数据，将处理过的数据重新组合成新的数

据集再进行预测。针对问题二，将新的数据集输入

到基于 Ｓｔａｃｋｉｎｇ的多模型集成学习模型中进行预
测，可以充分发挥各个子模型的优势，增强整体模

型的泛化性，进而提高预测精度。

文中提出的基于 ＡｔｔｅｎｔｉｏｎＬＳＴＭ与 Ｓｔａｃｋｉｎｇ的
融合预测模型分为四部分，包括原始数据处理、特

征提取层、Ｓｔａｃｋｉｎｇ预测模型与预测结果评估，下面
将分别进行介绍。

２．１　原始数据处理
２．１．１　均值编码

原始数据既包含例如温度、负荷的连续序列数

据，又包含例如节假日、星期的离散数据。在离散

数据的处理方式中，独热编码由于其原理简单、容

易实现，应用最为广泛。但这种编码方式假设了一

个扁平的特征空间，忽略了标签之间的内在联系，

而且会使得输入特征的维数过高，对模型的训练效

果产生负面影响。而目标编码可以将目标嵌入低

维空间，在保持精度的同时提高收敛速度［２３］。将数

据集中的每个离散数据都用该类别的平均目标值

代替即可实现目标编码，因此目标编码也被称为均

值编码。例如，对于数据集中表示节假日的离散数

据，对数据集中所有工作日与节假日中的负荷数据

分别取平均值，用二者各自的平均值来代替该离散

数据，以此实现用连续的时间序列来表示离散数据。
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综上，文中采用均值编码来代替传统的独热编

码，以此处理数据集中的离散数据。

２．１．２　数据标准化
将经过均值编码处理后离散数据与原始数据

集中的序列数据进行整合，再对整合后的序列数据

进行标准化处理。文中采用的标准化方法为 Ｚ
ｓｃｏｒｅ标准化，即：

ｚｉ＝（ｘｉ－μ）／σ （１１）
式中：ｚｉ为标准化处理后的样本数据；ｘｉ为原始样本
数据；μ为所有样本数据的均值；σ为所有样本数据
的标准差。经过Ｚｓｃｏｒｅ标准化处理后，样本数据符
合均值为０，标准差为１的正态分布，提高了数据的
可比性，使得模型能更好地对数据进行处理与训

练，加快收敛速度。

在对原始数据进行标准化处理后，将负荷数据

提取出来，再对其进行单独处理。

２．２　ＡｔｔｅｎｔｉｏｎＬＳＴＭ特征提取层
一般的ＬＳＴＭ神经网络分为输入层、中间层与

输出层。数据从输入层输入到模型中，经过多个中

间层对模型进行训练以提取特征，最后通过输出层

输出最后的预测结果。文中利用 ＬＳＴＭ网络提取负
荷数据的特征，而预测由后续的 Ｓｔａｃｋｉｎｇ模型完成，
因此ＬＳＴＭ网络不需要输出层。将最后一层隐藏层
的输出数据提取出来，即可得到经过特征提取的负

荷数据。使用ＡｔｔｅｎｔｉｏｎＬＳＴＭ进行特征提取的步骤
如下。

首先，将经过标准化处理的负荷数据输入到多

层ＬＳＴＭ网络中进行训练，在训练过程中，使用适应
性矩估计（ａｄａｐｔｉｖｅｍｏｍｅｎｔｅｓｔｉｍａｔｅ，Ａｄａｍ）算法对
模型参数进行优化。该算法是一种基于一阶梯度

的随机目标函数优化算法，在训练过程中可以不断

迭代、更新网络参数。相较于其他优化算法，Ａｄａｍ
算法具有易于实现、计算效率高、内存要求小的

优势［２４２５］。

然后，将最后一层 ＬＳＴＭ隐藏层的隐状态与输
出分别记为Ｈ＝（Ｈ１，Ｈ２，…，Ｈｎ）与Ｃ＝（Ｃ１，Ｃ２，…，
Ｃｎ）。将输出Ｃ作为注意力机制层的输入向量，隐
状态Ｈ作为查询向量，对每一个隐状态分别计算注
意力值。ＡｔｔｅｎｔｉｏｎＬＳＴＭ特征提取层的结构如图 ４
所示。

以计算图４中Ｈ１的注意力值为例，其计算公式
如下：

Ｓｉ，１＝Ｃ
Ｔ
ｉＨ１ （１２）

αｉ，１＝ｅｘｐ（Ｓｉ，１）∑
ｎ

ｉ＝１
ｅｘｐ（Ｓｉ，１） （１３）

图４　ＡｔｔｅｎｔｉｏｎＬＳＴＭ特征提取层的结构
Ｆｉｇ．４　ＳｔｒｕｃｔｕｒｅｏｆＡｔｔｅｎｔｉｏｎＬＳＴＭｆｅａｔｕｒｅ

ｅｘｔｒａｃｔｉｏｎｌａｙｅｒ

Ｆ１＝∑
ｎ

ｉ＝１
αｉ，１Ｃ

Ｔ
ｉ （１４）

式中：Ｓｉ，１为ＬＳＴＭ网络输出与隐状态Ｈ１的点积注
意力分数；αｉ，１为各个 ＬＳＴＭ神经元输出的注意力
分布权重；Ｆ１为模型最终的输出。对最后一层
ＬＳＴＭ隐藏层的所有隐状态分别计算注意力输出向
量，最终得到输出序列Ｆ１、Ｆ２、…、Ｆｎ，即为经过特征
提取的负荷数据。

２．３　Ｓｔａｃｋｉｎｇ预测模型
将通过 ＡｔｔｅｎｔｉｏｎＬＳＴＭ提取过特征的负荷数

据、经过均值编码处理过的离散数据以及其他如温

度、电价等连续数据整合到一起，并将其分为 Ｎ个
大小相同的子数据集与 １个测试集，一同作为
Ｓｔａｃｋｉｎｇ模型的输入数据，其模型结构如图５所示。
２．３．１　Ｓｔａｃｋｉｎｇ第一层预测模型

选择合适的Ｎ个训练方法后，将整合的数据输
入到Ｓｔａｃｋｉｎｇ第一层预测模型中。以训练方法Ａ１为
例，通过交叉验证的方法对基学习器进行训练，获

得Ｄ１、Ｄ２、…、ＤＮ共计 Ｎ组验证集的预测值，记为
ｔ１、ｔ２、…、ｔＮ，以及 Ｎ组测试集的预测值。将 Ｎ组验
证集的预测值进行组合，得到Ｔ１＝（ｔ１，ｔ２，…，ｔＮ），同
时将Ｎ组测试集的预测值取平均，得到一组预测
值ｂ１。

同理，对训练方法 Ａ２—ＡＮ重复上述步骤，最终
可以训练得到每个基学习器的预测值（Ｔ１，Ｔ２，…，
ＴＮ）与测试集的预测值（ｂ１，ｂ２，…，ｂＮ）。因此，每次
的训练集都会与原始数据不同，扩大了数据集的规

模，也有效提高了模型的泛化能力。

２．３．２　Ｓｔａｃｋｉｎｇ第二层预测模型
Ｓｔａｃｋｉｎｇ第二层预测模型中包含一个训练方法

Ａ′，将第一层基学习器的预测值（Ｔ１，Ｔ２，…，ＴＮ）作
为训练集，第一层得到的测试集的预测值（ｂ１，
ｂ２，…，ｂＮ）作为测试集，使用方法 Ａ′来训练元学习
器，得到最终的预测结果。

２．４　预测结果评估
将最终得出的预测结果进行反归一化，再对预
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图５　Ｓｔａｃｋｉｎｇ预测模型结构
Ｆｉｇ．５　Ｓｔａｃｋｉｎｇｆｏｒｅｃａｓｔｉｎｇｍｏｄｅｌｓｔｒｕｃｔｕｒｅ

测结果进行评估。文中选取３个评估指标来评估模
型预测的性能，分别为相对均方根误差（ｒｏｏｔｍｅａｎ
ｓｑｕａｒｅｅｒｒｏｒ，ＲＭＳＥ）、平均绝对百分比误差（ｍｅａｎ
ａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅｅｒｒｏｒ，ＭＡＰＥ）与预测精度，分别
记为ｙＲＭＳＥ、ｙＭＡＰＥ、ｙＳＣＯＲＥ，其计算公式如下：

ｙＲＭＳＥ＝
１
ｋ∑

ｋ

ｉ＝１
（ｙｉ－ｙ^ｉ）槡

２ （１５）

ｙＭＡＰＥ＝
１
ｋ∑

ｋ

ｉ＝１

ｙｉ－ｙ^ｉ
ｙｉ

×１００％ （１６）

　ｙＳＣＯＲＥ＝ １－
１
ｋ∑

ｋ

ｉ＝１

ｙｉ－ｙ^ｉ
ｙｉｍａｘ－ｙｉｍｉｎ( ) ×１００％ （１７）

式中：ｋ为预测数据的个数；ｙｉ为负荷实际值；ｙ^ｉ为
负荷预测值；ｙｉｍａｘ为所有负荷实际值中的最大值；
ｙｉｍｉｎ为所有负荷实际值中的最小值。

３　算例分析

文中使用的数据集为２０１４年全球能源预测竞
赛中所用数据［２６］与西班牙某地的数据集［２７］，二者

数据采样间隔时间都为 １ｈ。前者包括某地 ２００６
年—２０１４年之间的负荷数据与温度数据，记为数据
集１，选用负荷、温度、时刻、星期与节假日作为输入
数据；后者包括西班牙某地 ２０１６年—２０１８年的负
荷数据与电价数据，记为数据集２，选用负荷、电价、
时刻、星期与节假日作为输入数据。算例分析中均

按照４∶１的比例划分训练集与测试集。为保证实验
结果的准确性，每种模型均进行５次实验，最后取预
测精度排在中位数的预测结果进行后续的分析与

对比。

实验的硬件平台为 ＩｎｔｅｌＣｏｒｅｉ７１１７００ＣＰＵ与

ＮＶＤＩＡＧｅＦｏｒｃｅＧＴＸ１６５０ＧＰＵ，在 Ｐｙｔｈｏｎ３．９中完
成相关程序的编写，使用 Ｋｅｒａｓ深度学习库中的
Ｔｅｎｓｏｒｆｌｏｗ框架实现相关功能。
３．１　Ｓｔａｃｋｉｎｇ框架下的方法选择

首先需要对Ｓｔａｃｋｉｎｇ框架下的两层训练方法进
行选择，选择标准如下：

（１）就基学习器的预测效果而言，预测性能较
好的方法有助于提高模型整体预测效果，故应当在

Ｓｔａｃｋｉｎｇ的第一层选择预测精度较高的方法来训练
基学习器。

（２）就基学习器的数量而言，基学习器过少难
以实现各训练方法互补，过多则会使模型冗余，使

得模型变得更加复杂，甚至可能降低预测性能［２８］。

通常选择 ３～５个不同的模型方法对 Ｓｔａｃｋｉｎｇ第一
层的基学习器进行训练。

（３）就基学习器的差异性而言，应选择原理差
异较大的方法来训练基学习器。从不同的角度来

训练数据，可以最大程度地综合不同方法的优越性

能，以此进一步提升预测性能［２９］。

（４）就模型的泛化能力而言，应当在模型的第
二层选择泛化能力较强的模型来训练元学习器，以

改善第一层训练结果所产生的预测偏差［１８］。

分别采用 ＲＦ、梯度提升决策树（ｇｒａｄｉｅｎｔｂｏｏｓｔ
ｉｎｇｄｅｃｉｓｉｏｎｔｒｅｅ，ＧＢＤＴ）、ＸＧＢｏｏｓｔ、轻量级梯度提升
机（ｌｉｇｈｔｇｒａｄｉｅｎｔｂｏｏｓｔｉｎｇｍａｃｈｉｎｅ，ＬｉｇｈｔＧＢＭ）、ＳＶＭ、
自适应增强算法（ａｄａｐｔｉｖｅｂｏｏｓｔｉｎｇ，Ａｄａｂｏｏｓｔ）与 Ｋ
近邻（Ｋｎｅａｒｅｓｔｎｅｉｇｈｂｏｒ，ＫＮＮ）对数据集 １中 ２００６
年的第一季度负荷进行预测，并根据预测结果选择

Ｓｔａｃｋｉｎｇ框架下的预测方法，各方法的预测指标如
表１所示，可知前５种模型的预测精度均高于９６％，
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ｙＭＡＰＥ可保持在２％左右且 ｙＲＭＳＥ可保持在 ８０ＭＷ以
内，各参数相较于Ａｄａｂｏｏｓｔ与ＫＮＮ这２种模型明显
更优，故选择前５种模型训练 Ｓｔａｃｋｉｎｇ框架下的学
习器。

表１　各模型单独预测的各项指标
Ｔａｂｌｅ１　Ｍｅｔｒｉｃｓｐｒｅｄｉｃｔｅｄｂｙｅａｃｈｍｏｄｅｌｉｎｄｉｖｉｄｕａｌｌｙ

模型名称 ｙＲＭＳＥ／ＭＷ ｙＭＡＰＥ／％ ｙＳＣＯＲＥ／％

ＲＦ ７８．６０ ２．０４ ９６．５１

ＧＢＤＴ ７１．５２ １．８５ ９６．８４

ＸＧＢｏｏｓｔ ６６．５６ １．６６ ９７．１２

ＬｉｇｈｔＧＢＭ ６３．１３ １．５４ ９７．２９

ＳＶＭ ７６．７４ １．９９ ９６．５９

Ａｄａｂｏｏｓｔ １１２．２１ ３．０７ ９５．０１

ＫＮＮ １９０．７４ ４．７２ ９１．７３

　　对于Ｓｔａｃｋｉｎｇ第二层的训练方法，ＬｉｇｈｔＧＢＭ在
保证预测精度的同时又可以减少内存占用［８］，并且

其预测精度在５种模型中是最高的，因此选择该方
法训练元学习器。对于 Ｓｔａｃｋｉｎｇ第一层的训练方
法，为防止同一模型对数据的重复训练而产生过拟

合，不选用ＬｉｇｈｔＧＢＭ。对于其他４种模型，ＧＢＤＴ与
ＸＧＢｏｏｓｔ是基于 Ｂｏｏｓｔｉｎｇ的集成学习模型，而
ＸＧＢｏｏｓｔ是在ＧＢＤＴ的基础上优化过的模型；ＲＦ是
基于Ｂａｇｇｉｎｇ的集成学习模型；ＳＶＭ是一种非线性
的学习模型，可以用于解决小样本的回归问题。为

选择基学习器的训练方法，须对这４种模型的预测
误差进行相关性分析。文中采用 Ｐｅａｒｓｏｎ系数分析
各模型的相关程度，二维向量的 Ｐｅａｒｓｏｎ系数 Ｐｘｙ计
算公式如下：

Ｐｘｙ＝
∑
Ｍ

ｍ＝１
（ｘ１，ｍ －ｘ１）（ｘ２，ｍ －ｘ２）

∑
Ｍ

ｍ＝１
（ｘ１，ｍ －ｘ１）槡

２ ∑
Ｍ

ｍ＝１
（ｘ２，ｍ －ｘ２）槡

２

（１８）
式中：Ｍ为向量长度；ｘ１，ｍ、ｘ２，ｍ分别为２个向量中

的元素；ｘ１、ｘ２分别为 ２个向量中元素的平均值。
Ｐｘｙ的值在－１～１之间，当 Ｐｘｙ的绝对值越接近于 １
时，说明２个向量之间的相关性越强；反之，Ｐｘｙ的绝
对值越接近于０时，相关性越弱［１８］。

根据式（１８）计算４种模型预测误差的相关性，
计算结果如图 ６所示。可见，ＸＧＢｏｏｓｔ与 ＧＢＤＴ的
误差相关系数为０．９７１，误差相似度最高，这说明二
者原理类似，与前文分析一致。故为避免相似方法

的重复训练，不将这２种方法一同加入Ｓｔａｃｋｉｎｇ模型
第一层训练基学习器。

为确定二者之中更加优越的模型，对 ＸＧＢｏｏｓｔ

图６　４种模型的误差相关性分析
Ｆｉｇ．６　Ｅｒｒｏｒｃｏｒｒｅｌａｔｉｏｎａｎａｌｙｓｉｓｏｆｆｏｕｒｍｏｄｅｌｓ

与ＧＢＤＴ进一步进行实验对比。将４种模型以不同
的形式进行组合，作为 Ｓｔａｃｋｉｎｇ第一层基学习器的
训练方法。不同组合方式的预测指标如表２所示。

表２　不同组合形式下Ｓｔａｃｋｉｎｇ模型的各项指标
Ｔａｂｌｅ２　ＭｅｔｒｉｃｓｏｆｔｈｅＳｔａｃｋｉｎｇｍｏｄｅｌｕｎｄｅｒ

ｄｉｆｆｅｒｅｎｔｃｏｍｂｉｎａｔｉｏｎｓ

Ｓｔａｃｋｉｎｇ第一层组合方法 ｙＲＭＳＥ／ＭＷ ｙＭＡＰＥ／％ ｙＳＣＯＲＥ／％

ＸＧＢｏｏｓｔＳＶＭＲＦ ６１．５３ １．４１ ９７．５４

ＧＢＤＴＳＶＭＲＦ ７０．５３ １．７２ ９６．９８

ＸＧＢｏｏｓｔＧＢＤＴＳＶＭＲＦ ６１．７４ １．４３ ９７．５２

　　由表２可知，ＸＧＢｏｏｓｔＳＶＭＲＦ组合方法相较于
后两者，ｙＲＭＳＥ分别减少了９ＭＷ、０．２１ＭＷ，ｙＭＡＰＥ分别
减少了０．３１％、０．０２％，预测精度 ｙＳＣＯＲＥ分别提升了
０．５６％、０．０２％。说明将ＸＧＢｏｏｓｔ与其他２种模型进
行组合相较于 ＧＢＤＴ的组合预测效果更好，因此
ＸＧＢｏｏｓｔ的预测性能更加优越。而将４种模型一同
加入 Ｓｔａｃｋｉｎｇ模型第一层训练基学习器，会造成模
型冗余，预测效果反而出现小幅度下降。

综上所述，文中采用 ＸＧＢｏｏｓｔ、ＳＶＭ与 ＲＦ３种
模型训练 Ｓｔａｃｋｉｎｇ的第一层基学习器，采用
ＬｉｇｈｔＧＢＭ模型训练第二层的元学习器。
３．２　预测结果分析

为验证 ＡｔｔｅｎｔｉｏｎＬＳＴＭＳｔａｃｋｉｎｇ模型（后文简
称ＡＬＳｔａｃｋｉｎｇ模型）的预测性能，将此模型与门控
学习单元（ｇａｔｅｒｅｃｕｒｒｅｎｔｕｎｉｔ，ＧＲＵ）、ＬｉｇｈｔＧＢＭ和
ＳＶＭ这３种基于不同原理的模型进行对比。

采用数据集１、２进行实验，ＡＬＳｔａｃｋｉｎｇ模型的
参数见表３，对比实验模型的参数见表４。
　　在进行对比实验之前，需要先对２个数据集的
连续数据进行相关性分析，以此观察其他连续数据

与负荷数据的相关性，从而确定 ＬＳＴＭ网络层需要
提取的数据特征。序列数据的相关性计算仍采用

Ｐｅａｒｓｏｎ系数。经计算，数据集１中的温度数据与负
荷数据的 Ｐｅａｒｓｏｎ系数为 ０．０４２，二者基本无关；数
据集２中的电价数据与负荷数据的 Ｐｅａｒｓｏｎ系数为
０．５６６，二者呈中等程度相关。温度数据和电价数据
与负荷数据都没有较强的相关性，因此不需要进行
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　　　 表３　ＡＬＳｔａｃｋｉｎｇ模型中的参数汇总
Ｔａｂｌｅ３　ＳｕｍｍａｒｙｏｆｐａｒａｍｅｔｅｒｓｉｎＡＬＳｔａｃｋｉｎｇｍｏｄｅｌ

所属结构 模型名称 参数选择

特征

提取层
ＬＳＴＭ

神经网络层共３层，神经元数量
分别为３０、１００、１００，每层的

ｄｒｏｐｏｕｔ率为０．２，学习率为０．００１

Ｓｔａｃｋｉｎｇ
第一层

ＸＧＢｏｏｓｔ 树的个数为５００，最大树
深度为３，学习率为０．１

ＲＦ
树的个数为５００，最大树深度为６，
叶子节点最小样本数为１，
节点划分最小样本数为２

ＳＶＭ 核函数为线性核函数，核函数系数

为０．００１，正则化系数为１

Ｓｔａｃｋｉｎｇ
第二层

ＬｉｇｈｔＧＢＭ 树的个数为５００，最大树深度为７，
叶子个数为２０，学习率为０．１

表４　对比模型中的参数汇总
Ｔａｂｌｅ４　Ｓｕｍｍａｒｙｏｆｐａｒａｍｅｔｅｒｓｉｎｃｏｍｐａｒｅｍｏｄｅｌｓ

模型名称 参数选择

ＧＲＵ 神经网络层共３层，神经元数量分别为５０、１００、
１００，每层的ｄｒｏｐｏｕｔ率为０．２，学习率为０．００１

ＬｉｇｈｔＧＢＭ 树的个数为５００，最大树深度为５，
叶子个数为２０，学习率为０．１

ＳＶＭ 核函数为线性核函数，核函数系数

为０．００１，正则化系数为１

特征提取。而离散数据经过均值编码处理后，变成

了周期性变化的时间序列，其变化规律已经固定，

无须过多处理。因此，ＬＳＴＭ网络层只需要对负荷
数据进行特征提取。

对于数据集１，选择２００６年第四季度的数据进
行实验；对于数据集 ２，选择 ２０１６年第一季度的数
据进行实验，实验结果汇总如表５所示。

表５　各数据集的各项预测指标汇总
Ｔａｂｌｅ５　Ｓｕｍｍａｒｙｏｆｔｈｅｐｒｅｄｉｃｔｅｄ
ｐａｒａｍｅｔｅｒｓｆｏｒｅａｃｈｄａｔａｓｅｔ

模型名称

数据集１ 数据集２

ｙＲＭＳＥ／
ＭＷ

ｙＭＡＰＥ／
％

ｙＳＣＯＲＥ／
％

ｙＲＭＳＥ／
ＭＷ

ｙＭＡＰＥ／
％

ｙＳＣＯＲＥ／
％

ＧＲＵ ７１．８０ １．５１ ９７．７８ ５５１．７１ １．５６ ９７．４７

ＬｉｇｈｔＧＢＭ ６７．９６ １．４９ ９７．８１ ５８３．１９ １．６１ ９７．４１

ＳＶＭ １０７．９７ ２．６３ ９６．２０ ７３５．２７ ２．１０ ９６．５８

ＡＬＳｔａｃｋｉｎｇ ４４．４７ １．００ ９８．４８ ３２５．７６ ０．９４ ９８．４６

　　由表 ５可以看出，在 ２个不同的数据集下，
ＡＬＳｔａｃｋｉｎｇ模型的各个预测指标相较于其他３种模
型均有不同程度的改善：在数据集１中，ｙＲＭＳＥ分别减
少了２７．３３ＭＷ、２３．４９ＭＷ、６３．５ＭＷ，ｙＭＡＰＥ分别减少
了０．５１％、０．４９％、１．６３％，预测精度 ｙＳＣＯＲＥ分别提高
了０．７％、０．６７％、２．２８％；在数据集２中，ｙＲＭＳＥ分别减
少了２２５．９５ＭＷ、２５７．４３ＭＷ、４０９．５１ＭＷ，ｙＭＡＰＥ分别
减少了 ０．６２％、０．６７％、１．１６％，预测精度 ｙＳＣＯＲＥ分别

提高了０．９９％、１．０５％、１．８８％。综上所述，在２个数
据集的实验中，ＡＬＳｔａｃｋｉｎｇ模型相较于其他对比模
型，具有更好的预测效果。

图７为２个数据集下的预测结果对比。可以看
出，２个数据集的负荷数据呈现出不同的变化趋势，
而实验所用的４种模型都能较好地拟合出负荷数据
的变化趋势。但在负荷波动较大的峰谷时刻，３种
对比实验模型均出现了不同程度的负荷波动，相比

之下，ＡＬＳｔａｃｋｉｎｇ模型在负荷的峰谷时刻误差较
小，整体的预测效果更加准确，证明了模型性能的

优越性，且其能在不同的数据集中都取得较好的预

测效果，证明了模型具有较强的泛化能力。

图７　２个数据集下的预测结果
Ｆｉｇ．７　Ｆｏｒｅｃａｓｔｒｅｓｕｌｔｓｆｏｒｔｗｏｄａｔａｓｅｔｓ

为进一步探究预测结果是否平稳，需要考察单

点的预测效果。计算各模型在单个预测点的相对

误差，从而观察每个预测点的预测精度与整体预测

值序列的波动程度，相对误差ｙＲ的计算公式如下：

ｙＲ＝
ｙｉ－ｙ^ｉ
ｙｉ

×１００％ （１９）

对图７中各模型单点的相对预测误差分别进行
计算，结果如图８所示。对于数据集１，用于实验的
各模型单点的相对预测误差可以保持在１６％以内，
而ＡＬＳｔａｃｋｉｎｇ模型在各预测点的相对预测误差都
可以保持在３％以内；对于数据集 ２，各模型单点的
相对预测误差可以保持在１２％以内，而 ＡＬＳｔａｃｋｉｎｇ
模型在各预测点的相对预测误差可以基本稳定在

３％左右。就准确性而言，ＡＬＳｔａｃｋｉｎｇ模型的单点
预测效果相较于其他预测模型更为精确；就稳定性
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而言，各预测模型单点的相对预测误差随着时间的

推移会有不同程度的波动，但ＡＬＳｔａｃｋｉｎｇ模型的预
测误差波动相对较小，更加稳定。

图８　２个数据集下各预测点的相对误差
Ｆｉｇ．８　Ｔｈｅｒｅｌａｔｉｖｅｅｒｒｏｒｏｆｅａｃｈｆｏｒｅｃａｓｔ

ｐｏｉｎｔｉｎｔｗｏｄａｔａｓｅｔｓ

３．３　灵敏度分析
为验证ＡＬＳｔａｃｋｉｎｇ模型的各个部分均对预测

结果有改进意义，对模型进行灵敏度分析。采用数

据集２中２０１６年第一季度的数据进行消融实验，实
验结果见表６。其中实验 Ａ表示未采用 Ｓｔａｃｋｉｎｇ预
测框架进行预测，其他实验组别以此类推。

表６　消融实验结果汇总
Ｔａｂｌｅ６　Ｓｕｍｍａｒｙｏｆａｂｌａｔｉｏｎｅｘｐｅｒｉｍｅｎｔｒｅｓｕｌｔｓ

实验组别
注意力

机制

ＬＳＴＭ网络
特征提取层

均值编码
Ｓｔａｃｋｉｎｇ
预测框架

ｙＳＣＯＲＥ／
％

Ａ √ √ √ ９５．８９

Ｂ √ √ √ ９７．９７

Ｃ √ √ √ ９７．７２

Ｄ √ √ ９７．５５

Ｅ √ √ √ √ ９８．４０

　　对比表６的实验结果可知，实验 Ｅ的预测精度
比实验Ｄ高，说明 ＬＳＴＭ网络特征提取层可以有效
地提取负荷特征，提升预测性能；实验 Ｅ的预测精
度比实验 Ｂ高，说明引入注意力机制的 ＬＳＴＭ网络
特征提取层提取负荷特征的效果更佳，相较于单独

的ＬＳＴＭ网络可以进一步提升预测性能；实验 Ｅ的
预测精度比实验Ｃ高，说明均值编码相较于独热编

码可以降低输入特征的维数，提升预测精度，与前

文的理论分析一致；实验 Ｅ的预测精度比实验 Ａ
高，说明 Ｓｔａｃｋｉｎｇ集成学习框架可以集成多个模型
进行预测，提升模型的整体预测效果。

由此可见，文中所提模型的４个改进部分均可
使实验的预测效果得到一定的提升，将各部分整合

后的预测模型可以达到最优的预测效果。

４　结论

文中提出了一种 ＡｔｔｅｎｔｉｏｎＬＳＴＭ与 Ｓｔａｃｋｉｎｇ多
模型集成的负荷预测方法，兼顾了 ＡｔｔｅｎｔｉｏｎＬＳＴＭ
能更好地处理时间序列数据中的非线性因素的优

点，以及 Ｓｔａｃｋｉｎｇ集成学习方法融合多个子模型共
同进行预测从而增强泛化性的优点，并采用均值编

码实现了输入数据的降维，使得整体模型具有优越

的预测性能。与ＧＲＵ、ＬｉｇｈｔＧＢＭ、ＳＶＭ３种方法在２
个数据集下对比预测效果，结果表明，文中提出的

方法在 ２个不同数据集下的预测精度都超过了
９８％，相较于其他方法更为精确，评估所用的２种预
测误差相较于其他方法有明显的下降，短期预测的

预测时效可超过两周，整体预测效果更好。最后通

过消融实验验证了文中模型的各个改进部分均可

使预测效果提升，改进后模型的预测效果可以达到

最优。

在今后的工作中，可以考虑更多的负荷影响因

素，例如降水量、湿度等。此外，还可以对基于

Ｓｔａｃｋｉｎｇ的预测框架进行改善，加入更多的预测模
型，或者使用多层Ｓｔａｃｋｉｎｇ模型进行预测。
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