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摘　要：针对分布式电源和新型负荷容量累积造成负荷影响因素多元化和不确定性特性增强的问题，文中提出一
种采用记忆神经网络和曲线形状修正的负荷预测方法。在负荷峰值预测中，采用最大信息系数计算负荷峰值与影

响因素的非线性相关性，实现对输入特征的筛选；综合考虑负荷峰值序列的长短期自相关性和输入特征与负荷峰

值的不同程度相关性，结合Ａｔｔｅｎｔｉｏｎ机制和双向长短时记忆（ｂｉｄｉｒｅｃｔｉｏｎａｌｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＢｉＬＳＴＭ）神经网络
建立负荷峰值预测模型。在负荷标幺曲线预测中，通过误差倒数法组合相似日和相邻日，建立负荷标幺曲线预测

模型；针对预测偏差的非平稳特征，利用自适应噪声的完全集成经验模态分解和ＢｉＬＳＴＭ网络建立误差预测模型，
对曲线形状进行修正。应用中国北方某城市的区域电网负荷数据为算例，验证了所提模型的有效性。
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０　引言

电力负荷预测是维持电力系统电量供需平衡、

保障电力系统稳定运行的基础。然而，受天气等多

种因素的影响，电力负荷具有较强的不确定性特

征［１］，且伴随电动汽车、电采暖等新型负荷及以光

伏为代表的分布式电源在配电网的持续接入和容

量累积，配电网负荷的不确定性［２］进一步增加，负

荷特性发生较大变化［３］，负荷曲线变化规律愈加复

杂［４］，给超短期负荷预测带来新的挑战。建立准确

的负荷预测模型对提高电力设备利用效率、降低发

电成本、保障电力生产的平稳有序具有重要意义。

为降低超短期预测中负荷不确定性的影响，国

内外学者开展了大量研究，主要可以分为统计学方

法［５６］、深度学习法［７８］和组合模型法［９１０］。长短时

记忆（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）神经网络作为
循环神经网络（ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＮＮ）的一
种变体结构，不仅具有较强的时序数据处理能力，

还可以避免ＲＮＮ学习长时间依赖问题时出现梯度
消失或爆炸［１１］。文献［１２］在应用 ＬＳＴＭ建立短期
负荷预测模型的同时引入 Ａｔｔｅｎｔｉｏｎ机制，通过为隐
含层神经元分配不同的权重，突出对负荷预测起关

键作用的因素。实验结果表明，ＡｔｔｅｎｔｉｏｎＬＳＴＭ模
型在预测精度和计算速度上较 ＬＳＴＭ网络具有优

势。然而 ＬＳＴＭ网络只能利用历史时刻的信息，无
法学习负荷数据在整个时间域的变化规律。双向

长短时记忆（ｂｉｄｉｒｅｃｔｉｏｎａｌｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，
ＢｉＬＳＴＭ）神经网络可以依靠内部的双向 ＬＳＴＭ结构
深入挖掘负荷数据过去和未来的时序特征，在负荷

预测领域得到广泛应用［１３］。文献［１４］建立了基于
ＢｉＬＳＴＭ的日负荷峰值预测模型，与传统的机器学习
算法和 ＬＳＴＭ网络相比，其预测精度更高。文献
［１５］考虑到历史负荷和气象因素为影响负荷预测
的重要因素，使用最大信息系数（ｍａｘｉｍｕｍｉｎｆｏｒｍａ
ｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔ，ＭＩＣ）量化负荷与各影响因素的非线
性相关性，剔除无相关因素，并基于 ＢｉＬＳＴＭ网络构
建负荷预测模型，但难以突出对当前负荷影响更大

的因素。

由于气象、时间等诸多因素的影响，电力负荷

具有较强的随机性和波动性，单一预测算法难以准

确捕捉其持续变化特征，存在预测精度低、适用范

围有限等问题，组合模型法成为超短期负荷预测领

域的热点方向。其中，结合信号分解算法或误差修

正技术的组合模型成为重要分支［１６１７］。自适应噪

声的完全集成经验模态分解（ｃｏｍｐｌｅｔｅｅｎｓｅｍｂｌｅｅｍ
ｐｉｒｉｃａｌｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｗｉｔｈ ａｄａｐｔｉｖｅ ｎｏｉｓｅ，
ＣＥＥＭＤＡＮ）作为一种改进经验模态分解（ｅｍｐｉｒｉｃａｌ
ｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＥＭＤ），不仅可以克服分解的模
态混叠现象，还具有更小的重构误差。文献［１８］提
出一种基于ＣＥＥＭＤＡＮ和 ＡｔｔｅｎｔｉｏｎＬＳＴＭ组合的短
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期电力负荷预测方法。首先采用ＣＥＥＭＤＡＮ算法将
负荷序列分解为多个负荷分量，然后基于 Ａｔｔｅｎｔｉｏｎ
ＬＳＴＭ网络建立各分量预测模型，最后叠加各预测
分量获得最终预测结果。针对预测结果中包含的

误差信息，文献［１９］建立叠式双向门控循环单元模
型，分别预测电力负荷和误差，并叠加２类预测结果
修正负荷预测值。

在负荷的解耦预测方面，文献［２０］针对小地区
负荷特点，指出日负荷内部包含２个特征量：负荷基
准值和负荷标幺曲线，提出了解耦预测机制。文献

［２１］采用日平均负荷和负荷标幺曲线分开预测的
解耦机制，通过倍比平滑法建立日平均负荷预测模

型，并采用核函数平滑法对相似日进行加权预测负

荷标幺曲线。文献［２２］考虑到气温累积效应对负
荷预测的影响，提出一种动态相似与静态相似相结

合的负荷解耦预测方法。文献［２３］提出以气象条
件相似、负荷曲线形状相似为前提的曲线形状修正

方法，但忽略了用电习惯、突发事件等不可量化因

素的影响，任意两日的曲线形状变化规律无法完全

相同，曲线形状修正结果有待进一步提升。

上述解耦预测中大多采用统计方法预测负荷

基准值，难以挖掘负荷序列的时序信息，且曲线形

状会受多种不可量化因素影响，基于相似日加权组

合的标幺曲线预测易产生偏差。为此文中提出了

一种采用记忆神经网络和曲线形状修正的负荷预

测方法，在分析负荷峰值和标幺曲线复杂变化特征

基础上，采用 ＭＩＣ筛选影响负荷峰值的主要因素，
并基于 ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ建立负荷峰值预测模型；
利用加权形状相似日模型和基于 ＣＥＥＭＤＡＮ
ＢｉＬＳＴＭ的误差预测模型提高负荷标幺曲线预测准
确度；将负荷峰值与负荷标幺曲线相乘实现负荷

预测。

１　配电网负荷预测的解耦机制

文献［２０］指出小地区负荷结构相对单一且不
同地区负荷结构和特性差异明显。针对该特点，提

出了基于解耦机制的小地区负荷预测方法：以负荷

水平为基准，将负荷曲线标幺化，从而将负荷预测

分解为基准值和标幺曲线两部分进行预测。

Ｌ′ｎ，ｔ＝
Ｌｎ，ｔ
Ｌｂ，ｎ
　ｔ＝１，２，…，Ｔ；ｎ＝１，２，…，Ｎ （１）

式中：Ｌ′ｎ，ｔ为第ｎ日ｔ时刻的实际负荷标幺值；Ｌｎ，ｔ为
第ｎ日第ｔ时刻的实际负荷；Ｌｂ，ｎ为第 ｎ日的负荷基
准值；Ｔ为每日数据点个数，Ｔ＝９６；Ｎ为数据集总天
数，Ｎ＝３６５。

在解耦机制的负荷预测方法中，负荷基准值可

为日峰值、日最小值或日平均值。负荷标幺曲线用

于表征负荷结构和曲线形状，在一段时间内保持相

对稳定，这是决定解耦预测可行性的关键。

配电网负荷虽构成类型较多，但各类负荷的容

量与用电量相对较大，负荷曲线形态较稳定，不易

产生突变。对此图１给出了居民、商业和工业３种
典型的负荷曲线。居民负荷呈现突出的双峰特征，

与人们的工作时间和用电习惯密切相关；商业负荷

呈现单峰特点且波峰范围较宽；工业负荷需要稳定

的电力供给，基本保持在一个固定值上下波动。这

说明虽然配电网不同类型的负荷曲线特征存在差

异，但各类负荷曲线具有典型的形态且相对稳定。

因此，适用于小地区负荷预测的解耦机制仍然可以

适用。

图１　不同类型负荷的典型负荷曲线
Ｆｉｇ．１　Ｔｙｐｉｃａｌｌｏａｄｃｕｒｖｅｓｏｆｄｉｆｆｅｒｅｎｔｔｙｐｅｓｏｆｌｏａｄｓ

然而，随着配电网负荷预测影响因素的多元

化，负荷不确定性特征明显，使得配电网负荷解耦

预测问题更为复杂。对于解耦机制中的负荷峰值

预测，随着配电网用电需求增加，同期负荷水平不

断刷新高；伴随分布式电源的持续接入，负荷峰值

受天气因素的影响更加明显，增加了配电网负荷峰

值预测的难度。解耦机制中的负荷标幺曲线预测

同样受到分布式电源接入和天气因素的影响，加之

新型电力负荷接入容量的增加，改变了日负荷的峰

谷差，负荷曲线形态更为多样，增加了标幺曲线预

测难度。一种采用记忆神经网络和曲线形状修正

的负荷预测方法的整体流程如图２所示。

２　负荷峰值预测

２．１　负荷峰值的影响因素
负荷峰值受天气、气温、日期类型以及历史负

荷等多种因素的影响，且各因素对负荷峰值的影响

程度不同。选择与负荷峰值存在相关性的因素作

为预测模型的输入变量，不仅能够提高预测精度，

还可以降低模型计算复杂度。在此重点分析天气

类型、气温、季节、日期类型以及历史负荷与负荷峰
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图２　一种采用记忆神经网络和曲线形状
修正的负荷预测方法

Ｆｉｇ．２　Ａｌｏａｄｐｒｅｄｉｃｔｉｏｎｍｅｔｈｏｄｕｓｉｎｇｍｅｍｏｒｙ
ｎｅｕｒａｌｎｅｔｗｏｒｋａｎｄｃｕｒｖｅｓｈａｐｅｃｏｒｒｅｃｔｉｏｎ

值的相关性，同时对无法用具体数值描述的因素进

行人为赋值、量化。对于天气类型因素，分别以 １、
２、３量化良好天气、突变天气和雨雪天气；对于季节
因素，分别以１、２、３、４量化春季、夏季、秋季和冬季；
对于日期类型因素，将工作日与非工作日分别以０、
１进行量化。文中采用ＭＩＣ［２４］计算各影响因素与负
荷峰值的相关性大小 ｒ，计算结果如表 １所示。当
０≤ｒ＜０．２时表明两序列间的相关性较弱，０．２≤ｒ＜０．５
时表明两序列间存在中度相关性，０．５≤ｒ≤１时表明
两序列间存在较强相关性。

表１　相关性计算结果
Ｔａｂｌｅ１　Ｃｏｒｒｅｌａｔｉｏｎｃａｌｃｕｌａｔｉｏｎｒｅｓｕｌｔｓ

影响因素 相关性ｒ 历史负荷 相关性ｒ

天气类型 ０．１７ Ｌｍａｘ，１ ０．８６

最高温度 ０．３１ Ｌｍａｘ，２ ０．８１

最低温度 ０．２８ Ｌｍａｘ，３ ０．７３

平均温度 ０．２９ Ｌｍａｘ，４ ０．６９

季节 ０．２６ Ｌｍａｘ，５ ０．６５

月份 ０．２３ Ｌｍａｘ，６ ０．６３

日期类型 ０．１６ Ｌｍａｘ，７ ０．５２

　　表１中，Ｌｍａｘ，１—Ｌｍａｘ，７分别为待测日前一天至前
七天的历史负荷峰值。由表１可以看出，与其他影
响因素相比，气温与负荷峰值的相关性 ｒ值接近
０．３，相关性较高；季节和月份的相关性ｒ值在０．２以

上，与负荷峰值之间存在一定的相关性；而天气类

型和日期类型与负荷峰值的相关性较弱；历史负荷

峰值与待测日负荷峰值的相关性ｒ值均大于０．５，相
关性很强，是建立负荷峰值预测模型的基础。基于

上述分析，将气温、季节、月份以及历史负荷峰值作

为负荷峰值预测模型的输入。

２．２　负荷峰值特征分析
为建立与负荷峰值相适应的预测模型，须对负

荷峰值的变化特征进行分析。首先分析负荷峰值

时序，如图３所示。从图３中可以看出，负荷峰值呈
现突出的夏季高峰特点，夏季负荷峰值明显高于其

他季节，冬季负荷峰值略高于春秋季节，负荷峰值

序列具有明显的波动特征且夏冬两季的波动性高

于春秋季节。这是因为夏季天气炎热，温度较高，

制冷负荷的大量使用造成负荷峰值不断升高，冬季

则与之相反。据此进一步研究负荷峰值的内在关

系，得到不同间隔天数下负荷峰值的自相关系数，

如图４所示。

图３　负荷峰值序列
Ｆｉｇ．３　Ｌｏａｄｐｅａｋｓｅｑｕｅｎｃｅ

图４　负荷峰值的自相关系数
Ｆｉｇ．４　Ａｕｔｏｃｏｒｒｅｌａｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔｏｆｌｏａｄｐｅａｋ

随着间隔天数的增加，自相关系数逐渐降低，

但是在间隔２０ｄ时，负荷峰值的自相关系数仍然大
于０．４，相邻日的历史负荷峰值与间隔较远的历史负
荷峰值都与当前负荷峰值存在不同程度的相关性，

这说明负荷峰值内部存在长短期自相关性。由２．１
节可知，各影响因素与负荷峰值的相关性大小不

同，通过突出与负荷峰值具有强相关性的因素能够

进一步提高预测精度。综合对负荷峰值影响因素
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及特征进行分析，文中基于 ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ建立
负荷峰值预测模型。

２．３　基于ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ的负荷峰值预测模型
２．３．１　ＢｉＬＳＴＭ网络

ＢｉＬＳＴＭ网络由正向 ＬＳＴＭ和反向 ＬＳＴＭ构成，
分别用于获取输入序列过去时刻和未来时刻的时

序信息并进行正向和反向训练，同时将正反向的隐

含层输出作为输出层的输入。在 ｔ时刻，ＢｉＬＳＴＭ网
络隐含层的输出值由正向ＬＳＴＭ隐含层输出和反向
ＬＳＴＭ隐含层输出组成。

ｈ
→

ｔ＝ＬＳＴＭ（ｘｔ，ｈ
→

ｔ－１）

ｈ
←

ｔ＝ＬＳＴＭ（ｘｔ，ｈ
←

ｔ－１）

Ｈｔ＝［ｈ
→

ｔ，ｈ
←

ｔ］










（２）

式中：ＬＳＴＭ指传统 ＬＳＴＭ网络的运算过程；ｘｔ为 ｔ

时刻的输入；ｈ
→

ｔ－１、ｈ
←

ｔ－１分别为ｔ－１时刻正、反向ＬＳＴＭ

隐含层输出；ｈ
→

ｔ、ｈ
←

ｔ分别为ｔ时刻正、反向ＬＳＴＭ隐含
层输出；Ｈｔ为ｔ时刻不同隐含层的状态值。
２．３．２　Ａｔｔｅｎｔｉｏｎ机制

引入Ａｔｔｅｎｔｉｏｎ机制的ＢｉＬＳＴＭ网络通过赋予隐
含层状态不同的权重，放大影响负荷峰值序列的强

相关因素，以提高模型的预测性能，计算过程如式

（３）—式（５）所示。
ｅｔ＝ｖｔａｎｈ（ｗＨｔ＋ｂ） （３）

αｔ＝
ｅｘｐ（ｅｔ）

∑ｅｔ
（４）

Ｃｔ＝∑αｔＨｔ （５）

式中：ｖ、ｗ为采用多层感知机方式计算 ｔ时刻注意
力权重时的权重矩阵；ｂ为采用多层感知机方式计
算ｔ时刻注意力权重时的偏置；ｅｔ、αｔ分别为 ｔ时刻
不同特征对应的权重分数和权重分量；Ｃｔ为 ｔ时刻
Ａｔｔｅｎｔｉｏｎ层的输出。

３　负荷标幺曲线预测

３．１　基于加权形状相似日的负荷标幺曲线预测
模型

负荷曲线变化由气象因素产生的波动、日期因

素产生的波动以及历史负荷的趋势三部分构成。

为使预测的标幺曲线更贴近实际曲线形状，分别从

气象因素、日期因素和历史负荷因素来选择待测日

的形状相似日。

（１）基于灰色关联分析法选取相似日，计算步
骤如下。

步骤１：考虑到天气、气温是影响负荷曲线的主

要气象因素以及不同日期类型间负荷曲线的差异

性，选取日最高温度、日最低温度、日平均温度、天

气类型和日期类型构造特征向量 Ｖ，以 Ｖ０表示待测
日特征向量，Ｖｓ表示第ｓ个历史日的特征向量。
Ｖｓ＝［ｖｓ，１ … ｖｓ，ｍ … ｖｓ，５］　ｓ＝１，２，…，３０

（６）
式中：ｖｓ，ｍ为第ｓ个历史日第ｍ个影响因素值。

步骤２：计算各历史日特征向量与待测日特征
向量的关联系数。

ｇｓ，ｍ ＝
ｍｉｎ
ｓ
ｍｉｎ
ｍ
ｖｓ，ｍ －ｖ０，ｍ ＋ρｍａｘｓ ｍａｘｍ ｖｓ，ｍ －ｖ０，ｍ

ｖｓ，ｍ －ｖ０，ｍ ＋ρｍａｘｓ ｍａｘｍ ｖｓ，ｍ －ｖ０，ｍ

（７）
式中：ｇｓ，ｍ为第ｓ个历史日第 ｍ个因素的关联系数；
ｖ０，ｍ为待测日第 ｍ个影响因素值；ρ为分辨系数，设
置ρ＝０．５。

步骤３：以各历史日关联系数的平均值计算其
灰色关联度。

Ｇｓ＝
１
５∑

５

ｍ＝１
ｇｓ，ｍ （８）

式中：Ｇｓ为第 ｓ个历史日的灰色关联度。将历史日
按照灰色关联度依次排序，选择灰色关联度最大值

对应的历史日为待测日的相似日。

（２）基于历史负荷因素确定相邻日。负荷曲线
的时序性和连续性使得相邻两日负荷标幺曲线存

在一定的相关性。在此分别采用 Ｐｅａｒｓｏｎ相关系
数、ＭＩＣ和余弦相似度３种相关性分析方法计算相
邻两日负荷标幺曲线的相关性，结果如图 ５所示。
分别从线性相关性、非线性相关性和变化趋势一致

性来看，相邻两日负荷标幺曲线均具有较高的相关

性。因此，将相似日和相邻日作为待测日的形状相

似日建立负荷标幺曲线预测模型。

图５　相关系数直方图
Ｆｉｇ．５　Ｈｉｓｔｏｇｒａｍｏｆｃｏｒｒｅｌａｔｉｏｎｃｏｅｆｆｉｃｉｅｎｔｓ

（３）权重赋予方式。采用误差倒数法对相似日
和相邻日负荷标幺曲线进行加权组合计算负荷标

幺曲线初始预测结果。

Ｌ′ｐ＝ｗ１Ｌ′１＋ｗ２Ｌ′２ （９）

０２１



ｗ１＝
ｅｒ２

ｅｒ１＋ｅｒ２
（１０）

ｗ２＝
ｅｒ１

ｅｒ１＋ｅｒ２
（１１）

式中：Ｌ′ｐ为负荷标幺曲线的初始预测值；Ｌ′１、Ｌ′２分别
为相似日和相邻日的负荷标幺曲线值；ｅｒ１、ｅｒ２分别为
相似日和相邻日的预测误差；ｗ１、ｗ２分别为相似日
和相邻日的权重。

３．２　基于ＣＥＥＭＤＡＮＢｉＬＳＴＭ的误差预测模型
采用加权形状相似日模型分别计算训练集负

荷标幺曲线初始预测值 Ｌ′ｐ，ｔｒａｉｎ和测试集负荷标幺曲
线初始预测值 Ｌ′ｐ，ｔｅｓｔ。训练集前一周的负荷标幺曲
线实际值 Ｌ′ｒｅａｌ与 Ｌ′ｐ，ｔｒａｉｎ的对比如图 ６所示。从一日
９６个时间点的整体比较来看，负荷标幺曲线初始预
测值与实际值的整体变化趋势相似，但在负荷曲线

的极值点以及频繁波动时段存在一定偏差。因此

有必要进一步对预测误差进行统计分析与预测，以

误差预测结果修正初始预测值，进而提高负荷标幺

曲线预测精度。

图６　负荷标幺曲线初始预测值与实际值对比
Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｉｎｉｔｉａｌｐｒｅｄｉｃｔｅｄｖａｌｕｅ

ａｎｄａｃｔｕａｌｖａｌｕｅｏｆｌｏａｄｐｅｒｕｎｉｔｃｕｒｖｅ

在此基础上计算训练集上负荷标幺曲线实际

值Ｌ′ｒｅａｌ与初始预测值 Ｌ′ｐ，ｔｒａｉｎ的差值得到误差序列
Ｌ′ｅｒｒｏｒ，通过３σ异常数据检测法

［２５］检测误差序列异

常值并采用均值法进行修复。选取异常值处理后

的误差序列前一周样本点进行绘图分析，见图 ７。
误差序列的幅值较小，波动频率高且具有较强的非

线性与不平稳特征，直接预测难以获得准确预测结

果，通过对误差序列的平稳化处理可以提高误差序

列的可预测性。对此建立基于 ＣＥＥＭＤＡＮＢｉＬＳＴＭ
网络的误差预测模型。

３．２．１　ＣＥＥＭＤＡＮ算法
ＣＥＥＭＤＡＮ分解通过在 ＥＭＤ分解中引入自适

应的白噪声，不仅可以解决ＥＭＤ分解中的模态混叠
现象，还能使重构误差接近于 ０，其主要计算步骤

图７　误差序列
Ｆｉｇ．７　Ｅｒｒｏｒｓｅｑｕｅｎｃｅ

如下。

步骤１：在原始信号Ｐ（ｔ）中添加Ｍ次高斯白噪
声信号以构造Ｍ次实验的待分解信号。

Ｐλ（ｔ）＝Ｐ（ｔ）＋ε０δλ（ｔ） （１２）
式中：Ｐλ（ｔ）为第 λ次实验的待分解信号；ε０为高斯
白噪声幅值；δλ（ｔ）为第 λ次实验中添加的高斯白
噪声。

对Ｐλ（ｔ）进行ＥＭＤ分解，并将每次分解得到的
第１个模态分量均值作为ＣＥＥＭＤＡＮ分解的第１个
模态分量，计算剩余分量。

Ｉ１（ｔ）＝
１
Ｍ∑

Ｍ

λ＝１
Ｉλ，１（ｔ） （１３）

式中：Ｉ１（ｔ）为ＣＥＥＭＤＡＮ分解的第１个模态分量；
Ｉλ，１（ｔ）为第λ次ＥＭＤ分解得到的第１个模态分量。

Ｒ１（ｔ）＝Ｐ（ｔ）－Ｉ１（ｔ） （１４）
式中：Ｒ１（ｔ）为第１次分解后的剩余分量。

步骤２：在Ｒ１（ｔ）中添加高斯白噪声信号后继续
进行ＥＭＤ分解，得到第２个模态分量和剩余分量。

Ｉ２（ｔ）＝
１
Ｍ∑

Ｍ

λ＝１
Ｅ（Ｒ１（ｔ）＋ε１Ｅ１（δλ（ｔ）））（１５）

式中：Ｉ２（ｔ）为ＣＥＥＭＤＡＮ分解的第２个模态分量；
Ｅ（·）为ＥＭＤ分解运算；ε１为剩余分量Ｒ１（ｔ）中添加
的高斯白噪声幅值；Ｅ１（·）为 ＥＭＤ分解的第１个模
态分量。

Ｒ２（ｔ）＝Ｒ１（ｔ）－Ｉ２（ｔ） （１６）
式中：Ｒ２（ｔ）为第２次分解后的剩余分量。

步骤３：重复以上步骤，当得到的剩余分量呈单
调趋势不能再分解时，停止运算。原始信号经

ＣＥＥＭＤＡＮ分解为：

Ｐ（ｔ）＝∑
Ｋ

ｋ＝１
Ｉｋ（ｔ）＋Ｒ（ｔ） （１７）

式中：Ｉｋ（ｔ）为第ｋ个模态分量；Ｒ（ｔ）为最终的剩余
分量；Ｋ为原始信号经 ＣＥＥＭＤＡＮ分解得到的模态
分量个数。
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３．２．２　近似熵
近似熵是衡量时间序列复杂程度的无量纲指

标，熵值越大，时间序列越复杂。对于一个样本容

量为Ｓ的时间序列Ｕ＝［ｕ（１）ｕ（２）… ｕ（Ｓ）］，其近
似熵计算过程如下。

步骤１：选取合适的嵌入维数 ｌ，将时间序列 Ｕ
重构为一组维数为ｌ的向量，即 Ｕｉ＝［ｕ（ｉ）… ｕ（ｉ＋
ｌ－１）］，１≤ｉ≤Ｓ－ｌ＋１。

步骤 ２：计算重构后向量 Ｕｉ和向量 Ｕｊ的距
离ｄｉｊ。

ｄｉｊ＝ｍａｘ‖Ｕｉ－Ｕｊ‖ （１８）
步骤３：给定阈值 γ，寻找满足 ｄｉｊ≤γ的数目

Ａ（ｉ），并计算此数目与重构后全部向量数的比值
Ｃｌ（ｉ）。

Ｃｌ（ｉ）＝
Ａ（ｉ）
Ｓ－ｌ＋１

（１９）

计算Ｃｌ（ｉ）的对数，并取其平均值φｌ，即：

φｌ＝
１

Ｓ－ｌ＋１∑
Ｓ－ｌ＋１

ｉ＝１
ｌｎＣｌ（ｉ） （２０）

步骤４：将维数ｌ增加至ｌ＋１，重复步骤１—步骤
３，计算Ｃｌ＋１（ｉ）和φｌ＋１，据此计算近似熵ＡＥ。

ＡＥ＝φｌ－φｌ＋１ （２１）

４　算例分析

４．１　数据说明
为验证所提预测模型的准确性，使用中国北方

某城市的区域电网实际负荷和气象数据进行仿真

实验。所用数据集的时间跨度为 ２０１８年 １月—
２０１８年１２月，负荷数据的采样时间间隔为１５ｍｉｎ，
一天共９６个采样点。此外，将数据集按９∶１的比例
划分为训练集和测试集。

４．２　评价指标
文中选取统计分析中常用的３个评价指标来评

价预测模型的性能：平均绝对误差（ｍｅａｎａｂｓｏｌｕｔｅ
ｅｒｒｏｒ，ＭＡＥ）、均方根误差（ｒｏｏｔｍｅａｎｓｑｕａｒｅｅｒｒｏｒ，
ＲＭＳＥ）和平均绝对百分比误差（ｍｅａｎａｂｓｏｌｕｔｅｐｅｒ
ｃｅｎｔａｇｅｅｒｒｏｒ，ＭＡＰＥ）。各 指 标 计 算 公 式 见 式
（２２）—式（２４）。

ＥＭＡＥ＝
１
Ｑ∑

Ｑ

ｑ＝１
ｙｑ－ｙ′ｑ （２２）

ＥＲＭＳＥ＝
１
Ｑ∑

Ｑ

ｑ＝１
（ｙｑ－ｙ′ｑ）槡

２ （２３）

ＥＭＡＰＥ＝
１
Ｑ∑

Ｑ

ｑ＝１

ｙｑ－ｙ′ｑ
ｙｑ

（２４）

式中：ｙｑ为第 ｑ个样本点真实值；ｙ′ｑ为第 ｑ个样本点

预测值；Ｑ为数据点个数。
４．３　负荷峰值预测模型的性能分析

按照２．３节建立基于 ＡｔｔｅｎｔｉｏｎＢｉＬＳＴＭ网络的
负荷峰值预测模型，将 ２．１节确定的 ５个影响因素
和历史负荷峰值作为模型输入特征，输出为待预测

的负荷峰值。利用训练集对模型进行学习和训练，

待模型收敛后对测试集进行预测。其中，ＢｉＬＳＴＭ网
络为单层结构，隐含层神经元个数为６４，采用 Ａｄａｍ
算法作为优化器。

　　为验证文中所提负荷峰值预测模型的有效性，
选取决策树、支持向量机（ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅ，
ＳＶＭ）、ＬＳＴＭ网络和 ＢｉＬＳＴＭ网络作为对比方法。
表２为测试集上各方法的平均预测误差。由表２可
知，文中方法预测误差最小。与决策树和ＳＶＭ的预
测结果相比，深度神经网络模型ＬＳＴＭ和ＢｉＬＳＴＭ的
预测误差明显降低。相较于ＬＳＴＭ网络，ＢｉＬＳＴＭ网
络预测结果的 ＭＡＥ、ＲＭＳＥ和 ＭＡＰＥ分别降低了
３５．３４％、３１．５６％和０．６２％。这是因为负荷峰值序列
内部存在长短期自相关性和双向信息，ＢｉＬＳＴＭ网络
利用内部的正反向ＬＳＴＭ结构充分挖掘负荷峰值序
列在整个时间域的时序信息，预测精度有所提升。

与 ＢｉＬＳＴＭ网络相比，文中方法的 ＭＡＥ、ＲＭＳＥ和
ＭＡＰＥ分别降低了 ７２．１３％、６８．５３％和 ０．８１％，这是
因为各影响因素与负荷峰值存在不同程度的相关

性，引入 Ａｔｔｅｎｔｉｏｎ机制的 ＢｉＬＳＴＭ网络能够在预测
过程中自适应地赋予输入特征不同的权重系数，突

出与负荷峰值存在强相关性的因素，进一步提高负

荷峰值预测精度。

表２　不同负荷峰值模型的预测误差对比
Ｔａｂｌｅ２　Ｐｒｅｄｉｃｔｉｏｎｅｒｒｏｒｃｏｍｐａｒｉｓｏｎｏｆ

ｄｉｆｆｅｒｅｎｔｌｏａｄｐｅａｋｍｏｄｅｌｓ

方法 ＥＭＡＥ／ＭＷ ＥＲＭＳＥ／ＭＷ ＥＭＡＰＥ／％

决策树 ７．４２ ９．９５ ４．６１

ＳＶＭ ４．９１ ６．３５ ３．０１

ＬＳＴＭ网络 ２．８３ ３．３９ １．７４

ＢｉＬＳＴＭ网络 １．８３ ２．３２ １．１２

文中方法 ０．５１ ０．７３ ０．３１

４．４　负荷标幺曲线预测模型的性能分析
在采用加权形状相似日计算负荷标幺曲线初

始预测值并获得训练集预测误差序列 Ｌ′ｅｒｒｏｒ的基础
上，使用 ＣＥＥＭＤＡＮ算法对异常值处理后的误差序
列进行分解，结果如图８所示。

由图８可知，ＣＥＥＭＤＡＮ将异常值处理后的误
差序列分解为频率由高到低的 １５个模态分量和 １
个剩余分量，记为ｆ１—ｆ１６，分别代表原始误差在不同
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图８　ＣＥＥＭＤＡＮ分解结果
Ｆｉｇ．８　ＤｅｃｏｍｐｏｓｉｔｉｏｎｒｅｓｕｌｔｓｏｆＣＥＥＭＤＡＮ

时间尺度的变化特征。为提高模型整体训练预测

速度，减小累加误差，利用样本熵量化各分量的复

杂度，将复杂度相近的分量进行重构，结果如表３所
示。ｆ１、ｆ２和ｆ３的近似熵较大，复杂度比较接近，将其
重构为新的分量 １；ｆ４—ｆ６的熵值介于［０．６，０．８］之
间，复杂度相近，将其重构为新的分量 ２；ｆ７、ｆ８的近
似熵接近，将其重构为新的分量 ３；ｆ９—ｆ１６的熵值均
小于０．１，代表了原始误差序列的低频趋势，将其重
构为新的分量４。最后利用 ＢｉＬＳＴＭ网络分别建立
分量１—分量４的预测模型，叠加各分量预测结果
实现误差预测。

　　为验证文中所提负荷标幺曲线预测模型性能，
将所提模型与其子模型的预测结果进行比较。子

模型包括：（１）子模型 １为 ３．１节所建立的负荷标
幺曲线预测模型，即不包含曲线形状修正；（２）

　　　 表３　近似熵计算结果
Ｔａｂｌｅ３　Ｃａｌｃｕｌａｔｉｏｎｒｅｓｕｌｔｓｏｆａｐｐｒｏｘｉｍａｔｅｅｎｔｒｏｐｙ

误差分量 近似熵 误差分量 近似熵

ｆ１ １．７１１４ ｆ９ ０．０８７９

ｆ２ １．４６９８ ｆ１０ ０．０５０１

ｆ３ １．３２０６ ｆ１１ ０．０２５７

ｆ４ ０．７２０９ ｆ１２ ０．００９４

ｆ５ ０．６２１６ ｆ１３ ０．００５５

ｆ６ ０．５６５８ ｆ１４ ０．００２８

ｆ７ ０．３５０１ ｆ１５ ０．０００５

ｆ８ ０．２４６７ ｆ１６ ０．０００２

子模型２在子模型１的基础上添加曲线形状修正，
但是在误差预测阶段直接利用 ＢｉＬＳＴＭ网络进行误
差预测，不包含分解过程。由于负荷标幺曲线的预

测误差无法直接利用评价指标进行计算，故在此对

负荷标幺曲线预测值与负荷峰值实际值的相乘结

果进行分析，结果如表４所示。

表４　不同负荷标幺曲线模型的预测误差对比

Ｔａｂｌｅ４　Ｐｒｅｄｉｃｔｉｏｎｅｒｒｏｒｃｏｍｐａｒｉｓｏｎｏｆｄｉｆｆｅｒｅｎｔ
ｌｏａｄｐｅｒｕｎｉｔｃｕｒｖｅｍｏｄｅｌｓ

模型 ＥＭＡＥ／ＭＷ ＥＲＭＳＥ／ＭＷ ＥＭＡＰＥ／％

子模型１ ３．９５ ５．３７ ３．９６

子模型２ ２．６７ ３．４９ ２．６１

文中模型 １．７７ ２．０５ １．８２

　　从表４可以看出，子模型１预测误差最大，这是
因为子模型１建立的负荷标幺曲线预测模型仅考虑
了相似的气象和相近的日期，忽略了负荷曲线形状

还受到突发事件等不可量化因素的影响。与子模

型１相比，子模型２的ＭＡＥ、ＲＭＳＥ和ＭＡＰＥ分别降
低了３２．４１％、３５．０１％和 １．３５％，这说明利用误差预
测值修正标幺曲线初始预测结果，能够提高曲线形

状预测精度。然而预测误差仍然高于所提模型，这

是因为误差序列非平稳性，使得直接利用 ＢｉＬＳＴＭ
网络进行预测时无法准确学习其变化规律，难以完

成高精度预测。与子模型 ２相比，文中模型的
ＭＡＥ、ＲＭＳＥ和 ＭＡＰＥ值分别降低了 ３３．７１％、
４１．２６％和 ０．７９％，误差最小，说明文中模型能够通
过误差修正更好地预测曲线形状。

４．５　整体预测模型的结果与分析
为验证文中所提方法的整体预测性能和稳定

性，将所提方法与超短期负荷预测领域的主流方法

进行对比分析，包括ＳＶＭ、决策树、ＢＰ网络、ＢｉＬＳＴＭ
网络以及ＣＥＥＭＤＡＮＬＳＴＭ组合方法。表５给出了
测试集上各方法的平均预测误差，不同神经网络模

型的计算时间如表６所示。
　　结合表５、表６信息可知，在传统的机器学习算

３２１ 张家安 等：一种采用记忆神经网络和曲线形状修正的负荷预测方法



　　　 表５　不同模型的预测误差对比
Ｔａｂｌｅ５　Ｐｒｅｄｉｃｔｉｏｎｅｒｒｏｒｃｏｍｐａｒｉｓｏｎｏｆｄｉｆｆｅｒｅｎｔｍｏｄｅｌｓ

方法 ＥＭＡＥ／ＭＷ ＥＲＭＳＥ／ＭＷ ＥＭＡＰＥ／％

ＳＶＭ １１．９２ １６．６９ １１．１４

决策树 ３．７８ ４．９５ ３．６１

ＢＰ网络 ３．６５ ４．８３ ３．４２

ＢｉＬＳＴＭ网络 ２．４２ ３．１３ ２．３４

ＣＥＥＭＤＡＮＬＳＴＭ ２．１４ ２．６７ ２．１８

文中方法 １．８６ ２．１６ １．８５

表６　计算时间对比
Ｔａｂｌｅ６　Ｃｏｍｐａｒｉｓｏｎｏｆｃｏｍｐｕｔｉｎｇｔｉｍｅ

方法 计算时间／ｓ 方法 计算时间／ｓ

ＢＰ ５４．０６ ＣＥＥＭＤＡＮＬＳＴＭ １６８．７３

ＢｉＬＳＴＭ ７４．９６ 文中方法 １７８．５１

法中，ＳＶＭ的预测误差最大且明显高于决策树。这
是因为ＳＶＭ的预测精度与模型参数和核函数的选
择密切相关，随着样本数量的增加，负荷随机性、波

动性增强，ＳＶＭ难以准确捕捉负荷序列的变化规
律，预测结果不理想。相较于决策树，ＢＰ网络可以
更好地拟合输入输出之间的非线性映射关系，日平

均预测精度提高了 ０．１９％。ＢｉＬＳＴＭ网络利用双向
ＬＳＴＭ结构深入挖掘输入序列的时序信息，将日平
均预测精度提高到９７．６６％。相较于单一的预测模
型，ＣＥＥＭＤＡＮＬＳＴＭ组合模型能够达到更高的预测
精度。这是由于ＣＥＥＭＤＡＮ能够降低负荷序列的非
平稳特征，使 ＬＳＴＭ可以更加准确地学习负荷分量
的变化规律，具有更强的预测能力。相较于

ＣＥＥＭＤＡＮＬＳＴＭ模型，在计算时间相近的基础上，
所提方法可将日平均预测精度提高 ０．３３％，达到
９８．１５％。综上所述，文中所提方法的预测误差最
小，精度最高。

为更加直观地展示不同日期类型的预测结果，

从测试集中随机选取某一工作日和非工作日的实

际值与预测值进行对比，结果分别如图 ９和图 １０
所示。

由图９可见，不论是负荷曲线的峰谷时段还是
频繁波动时段，文中方法均具有稳定的预测能力，

　　　

图９　工作日的预测值与实际值对比
Ｆｉｇ．９　Ｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｐｒｅｄｉｃｔｅｄｖａｌｕｅ

ａｎｄａｃｔｕａｌｖａｌｕｅｏｆｗｏｒｋｉｎｇｄａｙ

图１０　非工作日的预测值与实际值对比
Ｆｉｇ．１０　Ｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｐｒｅｄｉｃｔｅｄｖａｌｕｅｏｆ

ｎｏｎｗｏｒｋｉｎｇｄａｙａｎｄａｃｔｕａｌｖａｌｕｅ

能准确预测配电负荷的未来变化趋势，与实际值的

拟合度更高。与预测效果较好的 ＣＥＥＭＤＡＮＬＳＴＭ
组合模型相比，在负荷曲线的局部极值处，文中方

法表现出更好的预测性能。由图１０可以看出，文中
方法在非工作日仍然具有准确的预测结果。

５　结论

文中提出一种采用记忆神经网络和曲线形状

修正的负荷预测方法，提高了超短期负荷预测精

度。基于实际数据验证所提方法的稳定性和准确

度，主要结论如下：

（１）采用 ＭＩＣ筛选影响负荷峰值的主要因素
并分析负荷峰值的变化特征，结合 Ａｔｔｅｎｔｉｏｎ机制和
ＢｉＬＳＴＭ网络建立与负荷峰值特征相适应的预测模
型，提升负荷峰值预测精度。
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（２）建立基于加权形状相似日的负荷标幺曲线
预测模型，利用误差倒数法赋予相似日和相邻日不

同的权重系数，通过加权组合实现负荷标幺曲线的

初始预测。

（３）针对曲线形状预测存在的较大偏差以及误
差序列的非平稳特征，建立基于 ＣＥＥＭＤＡＮ和
ＢｉＬＳＴＭ网络的误差预测模型，以误差预测结果修正
负荷标幺曲线初始预测值，提高曲线形状的预测准

确度。同时引入的误差预测模型避免了传统修正

方法中因片面考虑负荷曲线形状影响因素而导致

的精度不高问题，进一步提升负荷解耦预测的普适

性和可信度。
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